N°d'ordre: ........

REPUBLIQUE ALGERIENNE DEMOCRATIQUE ET POPULAIRE

MINISTERE DE L'ENSEIGNEMENT SUP}:JRIEUR ET DE LA RECHERCHE SCIENTIFIQUE
UNIVERSITE DjiLLALI L1ABES DE SiDI BEL ABBES

FACULTE DES SCIENCES EXACTES
tg?mgsﬁggg DEPARTEMENT D'INFORMATIQUE
LABORATOIRE EEDIS

THESE DE DOCTORAT

EN SCIENCES

Filiere : Informatique

Spécialité : Systemes d’'Information et de Connaissances

Par

Mr MERABET MOHAMED

UN ORDONNANCEMENT EFFICACE DES

TACHES POUR LES APPLICATIONS BIG DATA

Soutenue le 23 Juin 2019. devant le jury :

Pr. FARAOUN MonaMED KAMEL UDL SBA Président du jury

Dr. TOUMOUH ApbiL UDL SBA Examinateur

Dr. AMAR BENSABER DjaAMEL ESI SBA Examinateur

Dr. KESKES NaBIL ESISBA  Examinateur

Pr. BENSLIMANE Sipt MoraMMED ESISBA  Directeur de these

Dr. GAFOUR ABDEKADER UDL SBA Co-Encadreur de these

Année Universitaire : 2018. - 2019.



A ma Mere et a mes freres Adel et Zine el Abidine



REMERCIEMENTS

E voudrais tout d abord exprimer mes plus profonds remerciements a ALLAH le
tout-puissant, pour m’avoir accordé vie, santé et paix de l'esprit sans quoi je n’au-

rais pu achever ce travail;

Je tiens a remercier le Président et les membres du jury de me faire I’honneur et

I'immense privilege de juger mon travail.

Mes plus vifs remerciements sont adressés a mon encadreur Pr. Sidi Mohammed
Benslimane pour m’avoir guidé, conseillé, soutenu tout au long des années de prépa-
ration de cette thése. Je le remercie également pour m’avoir encouragé continuellement

a progresser dans mon travail.

Ma sincere gratitude va a mes parents et mes freres pour leur présence et soutien

indéfectible. Je leur exprime ici toute ma reconnaissance, en particulier ma mere.

Je conclurai en remerciant de tout cceur toutes les personnes qui auront contribué

de pres ou de loin a I'élaboration de cette these.

Sidi BEI Abbes , le 24 juin 2019.

1ii



TABLE DES MATIERES

TABLE DES MATIERES iv
LISTE DES FIGURES vi
LISTE DES TABLEAUX vii
INTRODUCTION GENERALE 1
0.1 CONTEXTE . . . . v o o o e e e e e e s e e e e s s s s s, 1
0.2 PROBLEMATIQUE . . . . . . . v i i i i e e e e e e e e e e 2

0.3 OB]ECTIFS ET CONTRIBUTIONS . . . . . . . . o o v 0 v v i v v v v e e e

0.4 ORGANISATION . . . . . v v vttt ittt et e e e e e e e e e e e e e

1 BiG DATA : CARACTERISTIQUES ET PRINCIPAUX DEFIS 6
1.1 INTRODUCTION . . . . . . . . . ittt et e 6
1.2 DEFINITIONS . . . . . . .ottt e e e e e e 6
1.3 HISTOIREDE BIGDATA . . . . . . . . . ottt it e e it 7
1.4 CARACTERISTIQUES . . © & o v vovv v e e e e e e e e e e e e e e e e e e 9

141 VsdeBigData . .. ... ... ... ... ... ... 0. 9
1.4.2 Paradigmes de traitement . . . .. ... ... .. ... 11
1.5 ARCHITECTURE ET CYCLE DE VIE DE BIG-DATA . ... ... ........ 12
1.5.1 Phasel: Générationdedonnées . . . . . . ... ... ... ... ... 13
1.5.2 Phase Il : Acquisition de données . . . . . . .. ... ... .. .... 14
1.5.3 Phase IIl : Stockage desdonnées . . . . . . . ... ... ... ..... 16
1.5.4 Phase IV : Analysedesdonnées . . . .. .. ... ... ........ 25
1.6 APPLICATIONS D’ANALYSE DE DONNEES BIGDATA . . . . . . . . . ... ... 26
1.6.1  Analyse de données structurées . . . . . . ... ... Lo 26
1.6.2 Analysedutexte . . .. ... .. ... ... 0oL 27

1.6.3 Analyseduweb. ... ... ..., . .. 0 00 oL 27



1.6.4  Analyse multimédia . . . . ... ... ... ... ... 0. 0L,
1.6.5 Analysedereseau . . . . ... ... ... ...
1.6.6 Analysedemobile . . .. ... ... ... o o0

1.7 CONCLUSION . . . . v vttt it e e et e e e e e e e e e e e e

Hapoor : UN FRAMEWORK POUR LE TRAITEMENT DES DONNEES
VOLUMINEUSES ET DISTRIBUEES
2.1 INTRODUCTION . . . . . .. .. . ... it
2.2 ARCHITECTURE . . . . .ttt ittt e e et e e e e
2.2.1  Hadoop Distributed file system (HDFS) . . . . .. ... ... .....
222 MapReduce . . . ... ... o
2.3 FONCTIONNEMENT . . . . . . .. ... ... . ... ..
23.1 Hadoop YARN . . .. .. . ... .. ..
2.4 CARACTERISTIQUES . . . . . v v vt vttt it e et e e e e e
2.5 PROBLEMES ET DEFIS . . . . . . . o v v ittt it e e e

2.6 CONCLUSION . . © v v v v e e e e e s s e s s s s s s

APPROCHES ET TECHNIQUES POUR L'ORDONNANCEMENT : ETAT DE
L'ART
3.1 INTRODUCTION . . . . . . . ittt et e
3.2 L'ORDONNANCEMENT DANS HADOOP: . . .. ... ... ... .......
3.2.1  Définition: . . . .. ... L L L
3.3 LEs EXIGENCES DE QUALITE D'ORDONNANCEMENT . . . . . . . . . . . ...
3.4 CLASSIFICATION DES ORDONNANCEURS DANS Hapoor . . . ... ... ..
3.4.1  Ordonnancement des travaux . . . . . ... ... ... ........
3.4.2 Ordonnancement des taches . . . . . .. ... ... .. ... .....
3.5 COMPARAISON DES APPROCHES D’ORDONNANCEMENT . . . . . . . . . . ..

3.6 CONCLUSION . . . . . . .. ittt ittt ittt

UN ORDONNANCEUR PREDICTIVE DE TACHES MAP BASE SUR L'OP-
TIMISATION DE LA LOCALITE DE DONNEES.

4.1 INTRODUCTION . . . . . . . . i ittt e e e
4.2 CONCEPTS CLES DU SYSTEME . . « « « v v oo e e ettt e e e e e e e
4.3 ARCHITECTURE DU SYSTEME . . . . oo

4.3.1 Lordonnanceur destaches . . . . ... ... ... ... ........



44

4.5

4.3.2  Le gestionnaire de pré-chargement . . . . .. ... ... ... ... ..
4.3.3 Lanalyseurdetaches . . . . . .. ... ... ... ... ......
4.3.4 Temps d’exécution de la taichemap . . . . .. ... ... ... .. ..
4.3.5 Ordonnanceurdestaches. . . . . . . . .. ... ... ... .....

4.3.6  Pré-chargementdedonnées:. . . . ... ... ... ... ......

4.4.1  Environnement expérimental . . . . .. ... ... ... 0L
4.4.2  Précision de prédiction du prédicteur de tache . . . . . . .. ... ..
4.4.3 Localittdedonnées . . . . . .. ... . ... o o,
4.4.4 Temps d’exécution des tachesmap . . . . . . . ... ... ... . ...
4.4.5 Discussion. . . . . . ... L e

CONCLUSION .« « v v o o e e e e e e e e e e s s s s s s s s s s s s s

CoNCLUSION GENERALE ET PERSPECTIVES

BIBLIOGRAPHIE

LISTE DES FIGURES

1.1
1.2
1.3
1.4
1.5
1.6

1.7
1.8

2.1
2.2
2.3
2.4

Un bref historique de 1’evolution du Big Data [Hu et al., 2014]. . . . ..
Quelques "Vs’de Big Data [Assuncao et al., 2014]. . . .. ... ... ....
Variété de données [Assuncao et al., 2014]. . . . ... ... ... ... ..
Vélocité des données [Assuncao et al., 2014]. . . . . ... ... ... ...
Plan technologique Big Data. [Hu etal,, 2014] . . ... ... ... . ...
Architecture réseau des systemes de stockage [Hu et al., 2014]. . . . . .
Modele de données de Bigtable [Hu et al., 2014] . . . ... .. ... ...
Modele de données de Mongo DB [Hu et al,, 2014]. . . . ... ... ...

Architecture de systeme de fichiers distribués d’'Hadoop . . . . . .. ..
Architecture MapReduce d'Hadoop . . . . ... ... ... ........
Processus MapReduced'Hadoop . . . . . ... ........ .. .. ...
Architecture YARN . . . .. ... ... o

86

89

10
10
12
17
18

20

vi



3.1
3.2
33

4.1
4.2
4.3
4.4
4-5
4.6
4.7

Classification basée sur les exigences de qualité [Tiwari et al., 2015] . . . 47
Les entités MapReduce hiérarchiques pour étre ordonnancé . . . . . .. 51

Classification des ordonnanceurs des travaux hadoop [Usama et al., 2017] 55

L’architecture de systeme . . . ... .. ... ... ... ... . ... 73
La phase Map [Linetal,2012] ... ... ... .. ... . ......... 75
exemple d’ordonnancement. . . . . ... ... L L 78
La gestiondubuffer . ... ... ... .. .. .. .. .. .. . .. 81
Prédiction de taches map [Merabet etal., 2018] . . . . .. ... ... ... 82
Localité des données [Merabet et al., 2018] . ... ... ... ....... 83
Temps d’exécution total des tdches map [Merabet et al., 2018] . . . . . . 84

LISTE DES TABLEAUX

1.1

1.2

3.1

4.1
4.2

Résumé des fonctionnalités des modéles de programmation[Hu et al.,

2014] 24
Taxonomie de I'analyse Big Data [Hu et al., 2014]. . . . . ... ... ... 32
Comparaison des approches d’ordonnancement. . . . . . ... ... ... 68
Relation entre les étapes et les propriétés . . . . .. ... ... .. .. .. 76
La corrélation entre Tmap et les propriétés des différents travaux . . . . 76

vii



INTRODUCTION GENERALE

0.1 CONTEXTE

MAPREDUCE a été largement déployé dans les grands clusters informatiques pour
répondre au besoin croissant d’analyse des données de plus en plus volumi-

neuses.

Hadoop est I'une des implémentations les plus populaires du framework MapReduce
et a été adoptée par diverses organisations. Le framework MapReduce est implémenté
sur des systemes de fichiers distribués tels que le systeme de fichiers Google (GFS) et
le systeme de fichiers distribué Hadoop (HDEFS), qui divisent les grands ensembles de

données en blocs de données et stockent plusieurs répliques.

Les travaux MapReduce sont soumis pour demander le traitement des données et
chaque travail est divisé en plusieurs taches map et taches reduce. Une tache map lit
un bloc de données et le traite pour générer des résultats intermédiaires. Les taches
reduce permettant d’obtenir ces résultats intermédiaires et d’effectuer d’autres calculs
pour obtenir les résultats finaux. Les tdches map et les taches reduce sont affectées
aux machines selon un algorithme d’ordonnancement. Lors de I’ordonnancement des
taches, une considération importante consiste a placer le calcul a proximité des don-
nées, c’est-a-dire a affecter une tache sur ou a proximité de la machine qui stocke ses
données d’entrée sur les disques locaux. Ceci est communément appelé le probleme

de la localité de données.

Le probleme de la localisation des données est particulierement crucial pour les taches
map car elles lisent les données du systéme de fichiers distribué et les fonctions map
sont paralleles aux données. En outre, d’apres une étude de trace empirique réalisée
a partir d'un cluster MapReduce de production, la majorité des travaux sont map-
intensive et beaucoup d’entre elles comporte uniquement des taches map[Tiwari et al.,
2015];[Hu et al.,, 2014]. Par conséquent, nous nous concentrons sur la localisation des

données dans les algorithmes d’ordonnancement des taches map et supposons que les
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taches reduce ne constituent pas un goulot d’étranglement du traitement des travaux

ou du réseau de communication.

Dans la plupart des travaux existants, le lancement d’une tdche map sur une machine
distante est considéré comme inefficace, car une machine distante doit d’abord ex-
traire les données d’entrée d’autres machines via le réseau de communication avant
de les traiter, ce qui introduit un délai supplémentaire a I'exécution de la tache. Les
taches locales et distantes sont donc souvent modélisées avec des temps de traitement
différents. Cette vue de la localité de données dans MapReduce est discutable. Si le ré-
seau de communication qui connecte les machines avait une capacité infinie et pouvait
transférer des données instantanément, il n’y aurait pas de différence entre 'affecta-
tion d'une tache a ses machines locales ou a d’autres machines. Ainsi, le temps de
traitement d’une tache distante dépend de la capacité du réseau de communication et
de l'algorithme d’ordonnancement qui alloue les taches. Si les données peuvent étre
acheminées a 1’avance pour que les machines n’attendent pas les données d’entrée
avant d’exécuter les taches, méme si la capacité du réseau est limitée, nous pouvons

toujours obtenir le méme débit que si toutes les taches étaient locales.

PROBLEMATIQUE

L’'ordonnancement de taches dans Hadoop présente une série de défis. Comme
satisfaire des exigences de qualité (équité, localité de données, disponibilité, etc.) ou
s’adapter a certaines contraintes liées a la configuration de l'infrastructure (hétérogé-

néité, saturation du réseau, etc.).

L'implémentation actuelle d’'Hadoop n’a pas pris en compte ces exigences et
contraintes. L'ordonnancement dans de tels cas peut engendrer une dégradation des

performances des clusters Hadoop et causer des pannes.

Dans cette these, nous étudions le probleme de la localisation des données et son im-
pact sur I'ordonnancement de taches map, au-dela de la considération de la localité en
trois niveaux de localité d’'Hadoop. Nous adoptons une approche qui prend explici-
tement en compte la localisation des données lors d” ordonnancement et quantifie les

limites fondamentales de la capacité d"un cluster Map Reduce.
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Nous explorons aussi les algorithmes d’ordonnancement qui sont basés sur la loca-
lité des données pour réduire le temps totale d’exécution des travaux. Pour optimiser
les performances d’ordonnancement des taches, nous sommes confrontés aux défis

suivants :

Comment peut-on exploiter au mieux la localité des données? L'exploitation de la
localité des données dans Hadoop n’est pas optimale ce qui dégrade les performances
et sature le réseau. Le pré-chargement des données est un mécanisme intéressant pour
booster les performances des systéemes distribués. Il peut masquer la latence d’acces
aux données en chevauchant le délai de transfert de données avec le traitement des

données en méme temps.

Comment peut-on déterminer avec précision ou et quand déclencher le pré-
chargement des données? Nous allons construire un modele de prédiction pour
savoir 1’enchainement des futures taches map et déclencher le pré-chargement des

données requis par ces taches vers les nceuds d’exécution.

OBJECTIFS ET CONTRIBUTIONS

Nos contributions dans ce travail sont résumées comme suit :

1. Elaboration d’un état de l'art détaillé sur les différentes approches de 1'ordon-
nancement des travaux et des taches, en particulier, ceux utilisant la localisation
des données. Un tableau comparatif des différentes contributions selon des cri-
teres d’évaluation que nous avons définis, nous a permis d"une part de dégager
les atouts et les limites de chaque approche, et d’autre part de mieux positionner
notre approche pour voir comment il serait possible d’améliorer ce domaine de

recherche.

2. Proposition d'une amélioration de l'architecture d’"Hadoop pour capturer a la
fois les emplacements des données d’entrée dans les nceuds du cluster et des
informations sur les taches en attente. Cette architecture fournit également des
informations précises sur 1’exécution des taches en cours, permettant ainsi de

prédire les nceuds ou les prochaines taches map vont s’exécuter.

3. Utilisation de la technique de pré-chargement pour pré-charger les données d’en-

trées vers les nceuds la ou les prochaines taches map seront affectées. Cela est
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possible grace a I'utilisation d"un modéle de prédiction basée sur les réseaux de

neurones.

4. Proposition d"un algorithme d’ordonnancement des taches map basé sur le calcul
de la localité de chaque nceud tout en prenant en compte la capacité de traite-
ment de chaque noeud. L'algorithme utilise en entrée une liste des emplacements
qui vont se libérer dans les nceuds pour effectuer un ordonnancement prédicatif

des taches.

5. L'évaluation expérimentale des performances et de la précision de notre ap-
proche. Nous avons également étudié 1'impact de notre approche sur la localisa-
tion des données. Enfin, nous avons comparé les performances du planificateur

proposé avec le planificateur par défaut d” Hadoop.

ORGANISATION

Cette these est organisée en quatre chapitres, a savoir :

Le premier chapitre expose le Contexte et la problématique de la these. ainsi que les

contributions.

Dans le deuxieme chapitre nous allons présenter le domaine de Big Data, le contexte
historique de I'émergence de ce domaine et ces caractéristiques. Nous allons plus
précisément décrire la chaine de valeur qui comprend les étapes de génération, d’ac-
quisition, de stockage et de traitement, ainsi que les types d’applications du Big Data

selon leurs natures de données.

Dans le troisieme chapitre nous décrivons l'architecture de base d” Hadoop, son fonc-

tionnement, ses caractéristiques, ainsi que ses problemes et défis.

Le quatrieme chapitre dresse un état de l'art des principales approches et techniques
pour I'ordonnancement. Dans ce chapitre, nous allons présenter une classification des
ordonnanceurs des taches dans I’environnement Hadoop. Enfin, nous terminons par

une étude comparative entre les différentes approches existantes dans ce domaine.

Le cinquieme chapitre introduit en détail notre ordonnanceur prédictif de taches map
avec pré-chargement des données. Nous présentons le modele de prédiction basée sur
les réseaux des neurones pour optimiser la localité de données et réduire ainsi le temps

d’exécution des travaux.
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Le Chapitre conclusion et perspectives met en avant les principales contributions et iden-

tifie les questions ouvertes et les perspectives de ce travail.
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BiGc DATA : CARACTERISTIQUES ET

PRINCIPAUX DEFIS

INTRODUCTION

Le Big Data est en train de devenir une nouvelle tendance technologique dans la
science, l'industrie et les affaires [Gantz et Reinsel, 2012]. Le Big Data est en train de
devenir lié a presque tous les aspects de l'activité humaine, depuis 1'enregistrement
des événements jusqu’a la recherche, la conception, la production et les services nu-
mériques. Inventé par les géants du web, au premier rang comme Yahoo, Google et

Facebook, qui ont été les tous premiers a déployer ce type de technologie.

Le but de ce chapitre est de comprendre la nature du Big Data, ses principales carac-
téristiques, son évolution et d’étudier les composants qui constituent 1’architecture du

Big Data.

DEFINITIONS

Compte tenu de sa popularité actuelle, la définition du Big Data est plutot diversi-
tiée et il est difficile de parvenir a un consensus. Fondamentalement, le big data signifie
non seulement un grand volume de données mais aussi d’autres caractéristiques qui
le différencient des concepts de «données massives» et de «tres grandes données»[Hu

et al., 2014] .

International Data Corporation (IDC) est un pionnier dans I'étude du big data et de
son impact [Gantz et Reinsel, 2011]. Il définit le Big data dans un rapport de 2011
comme : « Les technologies Big Data décrivent une nouvelle génération de technolo-

gies et d’architectures, concues pour extraire économiquement la valeur a partir de
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trés gros volumes d’une large variété de données, en permettant une haute vélocité de
capture, découverte et / ou d’analyse». Cette définition délimite les quatre principales
caractéristiques des big data «4Vs», a savoir le volume, la variété, la vélocité et la va-

leur.

Le cabinet d’études Gartner en 2011 a noté que les défis et les opportunités de crois-
sance des données sont tridimensionnels, c’est-a-dire qu’ils augmentent le volume, la
vélocité et la variété. Une grande partie de l'industrie, y compris IBM et Microsoft

utilisent ce modele «3Vs» pour décrire big data.

HISTOIRE DE BIG DATA

Petaoctet to Exaoctet

Zettaoctet
Teraoctet to Petaoctet 2025
2011 =
Gigaoctet to Teraoctet 199(]5. Bapoort 41DC
Systéme de fichiers
1220s @ de Google et MapReduce
M Eg aoctet a Erg aoctet base de données
paraliéle partagée-risn
kilobyte [KB) 2" bytes
19705 » )
machine megabyte (MB) = 21" % 2" bytes
de hase de données gigobyte (GB} =2 x 2" x 1 bytes
terobyte (TB) = 2% 5 210 50 299 5 210 pypag
pebpbyte (PB] = 210 50 210 50 210 5 210 5 2100 ey
axabyte (EB) =200 5 210 5 200 0 F10 ¢ PI0 o P 0hyeg
zettabyte (ZB) =219 x 210 x 219 5 210 5 219 x 3105 F10hyte

FIGURE 1.1 — Un bref historique de I’evolution du Big Data [Hu et al., 2014].

L’histoire du big data est étroitement liée a la capacité de stocker et gérer des
ensembles de données de plus en plus volumineux, avec des limites de taille en ex-
pansion de plusieurs ordres de grandeur. La figure 1.1 montre 1'histoire du Big Data
en plusieurs étapes :

— Mégaoctet a Gigaoctet : Dans les années 1970 et 1980, les données commerciales

historiques ont introduit le premier défi de «big data» en passant de mégaoctets
a gigabits. Le besoin urgent a ce moment-la était d’héberger ces données et
d’exécuter des requétes relationnelles pour les analyses commerciales et les

rapports. Ainsi, les systemes de base de données sont des systémes logiciels
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qui imposent peu de contraintes sur le matériel et peuvent fonctionner sur des

ordinateurs a usage général.

Gigaoctet to Teraoctet : A la fin des années 1980, la popularisation de la tech-
nologie numérique a provoqué des volumes de données étendu a plusieurs
gigaoctets ou méme un téraoctet, ce qui est au-dela des capacités de stockage
et / ou de traitement d’un seul grand systéme informatique. La parallélisation
des données a été proposée pour étendre les capacités de stockage et amé-
liorer les performances. Ainsi, plusieurs types de bases de données paralleles
ont été construits, notamment des bases de données a mémoire partagée, des
bases de données a disques partagés et des bases de données a rien partagé,
I'architecture a rien partagé, construite sur un cluster en réseau de machines
individuelles - chacune avec son propre processeur, mémoire et disque a connu
un grand succes. Ce systeme exploite un modele de données relationnel et

des langages de requétes relationnels déclaratifs, et utilise le parallélisme pour

partitionner les données pour le stockage.

N\

Teraoctet to Petaoctet : A la fin des années 1990, c’est 1'ére Internet, avec des
données semi-structurés ou non structurés. Le besoin des sociétés de recherche
était d’indexer et d’interroger le contenu croissant du Web. Malheureuse-
ment, les bases de données paralleles ne supportent pas bien les données
non structurées. Pour gérer les données a I'échelle du Web, Google a créé le
modele de programmation Google File System (GFS) [Ghemawat et al., 2003]
et MapReduce [Dean et Ghemawat, 2008]. GFS et MapReduce permettent la
parallélisation automatique des données et la distribution d’applications de
calcul a grande échelle a de grands groupes de serveurs. Au milieu des années
2000, Les bases de données NoSQL, qui sont sans schéma, rapides, hautement
évolutives et fiables, ont commencé a émerger pour gérer ces données. En
janvier 2007, Jim Gray, un pionnier de base de données, appele Big data le
«quatrieme paradigme». Il a également soutenu que la seule facon de faire face

a ce paradigme était de développer une nouvelle génération d’outils informa-

tiques pour gérer, visualiser et analyser le déluge de données.
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— Petaoctet to Exaoctet : Selon les tendances de développement actuelles, les
données stockées et analysées par les grandes entreprises atteindront sans au-
cun doute le petaoctet pour atteindre bientdt I'ampleur exaoctet. Cependant, la
technologie actuelle gere encore les données téraoctets vers petaoctet. aucune
technologie révolutionnaire n’a été développée pour faire face a de plus grands
ensembles de données. En juin 2011, presque toutes les entreprises industrielles
dominantes, y compris Oracle, Microsoft, Google, Amazon et Facebook, ont
commencé a développer des projets big data. Cette initiative vise a favoriser le

développement de méthodes avancées de gestion et d’analyse des données.

1.4 CARACTERISTIQUES

1.4.1 Vs de Big Data

Le Big Data est caractérisé par ce que 1’on appelle souvent un modele multi-V [As-
suncao et al., 2014] , comme représenté sur la Fig. 1.2. La variété représente les types
de données, la vélocité fait référence a la vitesse a laquelle les données sont produites
et traitées et le volume définit la quantité de données. La véracité fait référence a la
tiabilité des données compte tenu de la fiabilité de leur source, tandis que la valeur
correspond a la valeur monétaire qu'une entreprise peut tirer de l'utilisation du Big

Data.

Variéé: Types de données

Vélocitd: Vitesse de production & de traitement des donndes

Eig Data Volume: Taille des données

Viéracité: Fiahilité et confiance des donniées

Valeur: Valeur dériviée de l'explaitation du Big Data

FIGURE 1.2 — Quelques 'Vs’de Big Data [Assuncao et al., 2014].

Les données sont également souvent disponibles a la vente sous la forme de rap-
ports de recherche et techniques, de segment de marché et d’analyses financiéres, entre
autres. Ces données peuvent étre utilisées par diverses applications, par exemple, pour

améliorer les conditions de vie dans les grandes villes, pour fournir des services de
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Structuré: Schéma formel et modéles de données

MNon structuré: Modéle de données non prédéfini
Types de donmsss — —

Semi-structuré: Mangue de struciure stricte de modéle de données

Mixte: Différents iypes confondus

FIGURE 1.3 — Variété de données [Assuncao et al., 2014].
Lot: aintervalles de temps
Vitesse d'arrivée ———— Temps court: 3 des intervalles de temps réduits

et de traitement =

Temps réel:enirés continue, processus, sorie

Flux; Mux de données

FIGURE 1.4 — Vélocité des données [ Assuncao et al., 2014].

meilleure qualité, pour optimiser 1'utilisation des ressources naturelles, et pour empée-

cher ou gérer la réponse aux événements imprévus.

La manipulation et 1’analyse de ces données posent plusieurs défis car ils peuvent étre
de différents types (figure 1.3). Il est soutenu qu'une grande partie des données pro-

duites aujourd’hui est non structurée ou semi-structurée.
]

Considérant la vélocité des données, on remarque que, pour compliquer davantage les
choses, les données peuvent arriver et nécessiter un traitement a différentes vitesses,
comme illustré dans la figure 1.4. . Alors que pour certaines applications, 'arrivée
et le traitement des données peuvent étre effectués par lots, autres applications ana-
lytiques nécessitent des analyses continues et en temps réel, nécessitant parfois une
action immédiate lors du traitement des flux de données entrants.

D’autres articles [DeVan, 2016] définit Big Data en sept V’s en ajoutant la variabi-
lité, la véracité, la visualisation et la valeur.
La variabilité est différente de la variété. Si le sens change constamment, cela peut
avoir un impact considérable sur I’homogénéisation de vos données.
La véracité vise avant tout a ce que les données soient exactes, ce qui nécessite des
processus permettant d’empécher les mauvaises données de s’accumuler dans vos
systemes.

La visualisation est essentielle dans le monde d’aujourd’hui. L'utilisation de tableaux
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et de graphiques pour visualiser de grandes quantités de données complexes est beau-
coup plus efficace pour transmettre une signification que les feuilles de calcul et les
rapports chargés de nombres et de formules.

La valeur est la fin du jeu. Apres avoir abordé le volume, la vélocité, la variété, la va-
riabilité, la véracité et la visualisation (ce qui prend beaucoup de temps, d’efforts et de

ressources), vous voulez étre siir que votre organisation tire une valeur des données.

1.4.2 Paradigmes de traitement

L’analyse de Big Data peut étre catégorisée en deux paradigmes alternatifs :

— Traitement en continu : Le paradigme de traitement en continu [Nesime, 2010]
analyse les données le plus tot possible pour en déduire les résultats. Dans ce
paradigme, les données arrivent dans un flux. Dans son arrivée continue, parce
que le flux est rapide et porte un volume énorme, seule une petite partie du
flux est stockée dans une mémoire limitée. Le traitement en continu est utilisé
pour les applications en ligne, généralement au deuxiéme niveau, voire a la
milliseconde.

— Traitement par lots : Dans ce paradigme , les données sont d’abord stockées
puis analysées. MapReduce [Dean et Ghemawat, 2008] est devenu le modéle
de traitement par lots dominant. L'idée principale de MapReduce est que
les données sont d’abord divisées en petits morceaux. Ensuite, ces morceaux
sont traités en parallele et de maniere distribuée pour générer des résultats
intermédiaires. Le résultat final est obtenu en agrégeant tous les résultats inter-

médiaires.

Ce modeéle planifie les ressources de calcul a proximité de 'emplacement des
données, ce qui évite la surcharge de communication de la transmission de
données. Récemment, la plupart des applications ont adopté le traitement par
lots; Méme certaines applications de traitement en temps réel utilisent le trai-
tement par lots pour obtenir une réponse plus rapide. De plus, des efforts de

recherche ont été faits pour intégrer les avantages de ces deux paradigmes.

Les plates-formes Big Data peuvent utiliser des paradigmes de traitement alter-
natives; cependant, les différences dans ces deux paradigmes entraineront des dis-

tinctions architecturales dans les plateformes associées. Par exemple, les plates-formes

11
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basées sur le traitement par lots englobent généralement des systemes complexes de
stockage et de gestion des données, tandis que les plates-formes basées sur le traite-
ment en continu ne le font pas. En pratique, nous pouvons personnaliser la plateforme

en fonction aux caractéristiques des données et aux exigences de 1’application.

1.5 ARCHITECTURE ET CYCLE DE VIE DE BIG-DATA

Dans cette section, nous nous concentrons sur la chaine de valeur pour le big data.
Plus précisément, nous décrivons une chaine de valeur qui comprend quatre étapes
(génération, acquisition, stockage et traitement). La Figure 1.5. représente les diffé-
rentes phases dans le cycle de vie des données, Les détails de chaque phase sont

expliqués comme suit.

Chaine de Valeur de Big Data

Universe Shared-Nothing Web
observation Logfiles Crawler parallel databases mining mining
Data Statistical
Wehpaes WM Integration analysis | WinTtivariate

s statistic_.al
sector Data Text mining analysis
cleansing
2000 B i S s ) g S s . s i o <, e o e ™ b e ) il i S - G g G e s s Y e e . s it Y, s S’ s e s e S i s A s e A
Chronologie Data Multimedia Network
data compression analytics analytics
Google File

Recommendation

. Sensor System
Environment .
networl menitoring Deduplication

Large-scale _ Optic REID | MapReduce || PNUTS | MongoDB Social
scientific UGC interconnect Mohile network
: : Dynamo | [ Dryad | [ simplens | Iyti lyti
experiment 3-Tier sbalydes analytics
E-commerce tree | Voldmort | BigTable | | CouchDB

ITier Community
Tr—

L S e S
Mobile

community
detection

FIGURE 1.5 — Plan technologique Big Data. [Hu et al., 2014]
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1.5.1 Phase I : Génération de données

Dans cette section, nous nous concentrons principalement sur trois sources types

des big data :

1. Données d’entreprises L'utilisation des technologies de I'information et des don-
nées numériques a contribué a accroitre la rentabilité du secteur des affaires
pendant des décennies. Les transactions commerciales sur Internet, y compris
les transactions entre entreprises et entre entreprises et consommateurs, attein-

dront 450 milliards par jour [John et David, 2010].

Le volume toujours croissant de données métier nécessite une analyse en temps
réel plus efficace pour obtenir des avantages supplémentaires. Par exemple,
Amazon traite chaque jour des millions d’opérations et de requétes de back-end

aupres de plus d'un demi-million de vendeurs tiers [Julia, 2013].

2. Données de réseaux Les réseaux, comprenant Internet, le réseau mobile et 1'In-
ternet des objets, a pénétré dans les vies humaines sous tous les aspects possibles.
Les applications réseau typiques, comme la recherche, les réseaux sociaux, les
sites Web et les flux de clics. Ces sources génerent des données a des vitesses
record, exigeant des technologies avancées. Par exemple, Google, un moteur de
recherche représentatif, traitait 20 petaoctet par jour en 2008 [Dean et Ghema-
wat, 2008]. Pour les applications de réseaux sociaux, Facebook a stocké, accédé

et analysé plus de 30 petaoctet de données générées par les utilisateurs.

Dans le domaine des réseaux mobiles, plus de 67% de la population mondiale,
utiliseront des téléphones portables en 2019, et environ 57% d’entre eux vont
avoir des smartphones [Statista, 2018]. Dans le domaine de I'Internet des objets,
plus de 30 millions de nceuds de capteurs en réseau fonctionnent désormais dans

les secteurs du transport, de ’automobile, de 'industrie, des services publics.
3. Données scientifiques nous mettons en évidence trois domaines scientifiques

qui s’appuient de plus en plus sur 1’analyse des big data :

(a) Biologie computationnelle : Le Centre national pour 1'innovation biotech-
nologique maintient la base de données GenBank de séquences nucléoti-
diques, qui contient plus de 250 milliards de bases nucléotidiques provenant

de plus de 150 000 organismes distincts [Randal E., 2011].

(b) Astronomie : le Sloane Digital Sky Survey (SDSS), le plus grand catalogue
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astronomique, a généré 25 téraoctets de données provenant de télescopes.
Comme les résolutions des télescopes ont augmenté, le volume de données

généré chaque nuit devrait dépasser 20 téraoctets en 2014 [sdss].

(c) Physique des hautes énergies : L'expérience Atlas pour le grand collision-
neur de hadrons au Centre de la recherche nucléaire européenne produira
des données brutes a un rythme de 2 petaoctet par seconde au début de

2008 et stockera environ 10 petaoctet par an de données traitées [atlas].

1.5.2 Phase Il : Acquisition de données

Le processus d’acquisition de données comprend deux sous-étapes, la collecte des
données et le prétraitement des données. Dans cette sous section, nous allons voir ces

trois sous-taches.

COLLECTE DE DONNEES

1. Capteur : Des capteurs sont couramment utilisés pour mesurer une quantité phy-
sique et la convertir en un signal numérique lisible pour traitement (et éven-
tuellement stockage). Les types de capteurs comprennent le son, les vibrations,
I’automobile, les produits chimiques, le courant électrique, Météo, la pression, le
thermique et la proximité. Grace aux réseaux filaires ou sans fil, ces informations

peuvent étre transférées vers un point de collecte de données.

2. Fichiers journaux : Les fichiers journaux, 1'une des méthodes de collecte de don-
nées les plus largement déployées, sont générés par les systemes de source de
données pour enregistrer les activités dans un format de fichier spécifié en vue
d’une analyse ultérieure. Les fichiers journaux sont utiles dans presque toutes les
applications exécutées sur des appareils numériques. Par exemple, un serveur
Web enregistre normalement tous les clics, acces et autres attributs effectués par

un utilisateur de site Web dans un fichier journal d’acces.

3. Explorateur web : Un robot d’exploration est un programme qui télécharge et
stocke des pages Web pour un moteur de recherche. En gros, un robot démarre
avec un ensemble initial d"URL a visiter dans une file d’attente. Toutes les URL
a extraire sont conservées et classées par ordre de priorité. A partir de cette file
d’attente, le robot d’exploration obtient une URL ayant une certaine priorité, té-

lécharge la page, identifie toutes les URL de la page téléchargée et ajoute les
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nouvelles URL a la file d’attente. Ce processus est répété jusqu’a ce que le robot
d’exploration décide d’arréter. Les robots d’exploration Web sont des applica-
tions de collecte de données générales pour les applications Web, telles que les

moteurs de recherche Web et les caches Web.

Prétraitement des données

Les techniques de prétraitement des données congues pour améliorer la qualité des
données devraient étre en place dans les systéemes Big Data. Dans cette sous-section,
nous examinons brievement les efforts de recherche actuels pour trois techniques de

prétraitement de données typiques.

1. Intégration : Les techniques d’intégration de données visent a combiner des don-
nées résidant dans différentes sources et a fournir aux utilisateurs une vue uni-
fiée des données. L'intégration de données est un domaine mature dans la re-

cherche de base de données traditionnelle [Korth et Silberschatz, 1986].

Auparavant, deux approches prédominer, la méthode d’entrep6t de données et
la méthode de fédération de données. La méthode d’entrepdt de données, égale-
ment appelée ETL, comprend les étapes d’extraction, transformation et charge-

ment.

Deuxiemement, la méthode de fédération de données crée une base de don-
nées virtuelle pour interroger et agréger des données provenant de sources dif-
térentes. La base de données virtuelle ne contient pas de données mais contient
a la place des informations ou des métadonnées sur les données réelles et leur

emplacement.

2. Nettoyage : La technique de nettoyage des données fait référence au processus
visant a déterminer des données inexactes, incomplétes ou irrationnels, puis a

modifier ou supprimer ces données pour améliorer la qualité des données.

Le nettoyage des données est généralement considéré comme essentiel pour gar-
der les données cohérentes et mises a jour. Par exemple, Dans le domaine du
commerce électronique, bien que la plupart des données soient collectées électro-
niquement, il peut y avoir de sérieux problemes de qualité des données comme
les bogues logiciels, les erreurs de personnalisation et le processus de configura-

tion du systeme.
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3. La redondance des données : La redondance des données est la répétition ou la su-
perflue des données, ce qui est un probleme commun pour divers ensembles de
données. La redondance des données augmente inutilement le débit de transmis-
sion des données et entraine des inconvénients pour les systémes de stockage,
comprenant le gaspillage d’espace de stockage , 'incohérence des données, une

tiabilité réduite et la corruption des données.

Phase III : Stockage des données

Le sous-systéme de stockage de données dans une plateforme big data organise
les informations collectées dans un format pratique pour l'analyse et I'extraction de
valeur. A cette fin, le sous-systéme de stockage de données devrait fournir deux en-
sembles de caractéristiques :

— Linfrastructure de stockage doit prendre en charge les informations de maniere

persistante et fiable.

— Le sous-systéme de stockage de données doit fournir une interface d’acces évo-

lutive permettant d’interroger et d’analyser une grande quantité de données.

Cette décomposition fonctionnelle montre que le sous-systeme de stockage de don-
nées peut étre divisé en infrastructure matérielle et gestion des données. Ces deux

composants sont expliqués ci-dessous.

Infrastructure de stockage

L'infrastructure matérielle est responsable du stockage physique des informations
collectées. les dispositifs de stockage sont classés généralement en fonction d’architec-
ture de réseau [Ulf et al., 2011], Stockage Directement Connectée (DAS), Stockage Connectés
en Réseau (NAS), Réseau de zone de stockage (SAN).

L’architecture de réseau de ces trois technologies est illustrée a la Figure. 1.6. Le sys-
teme SAN possede l'architecture la plus compliquée, en fonction des périphériques

réseau spécifiques.
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FIGURE 1.6 — Architecture réseau des systemes de stockage [Hu et al., 2014].

Framework de gestion des données

Dans cette section, nous allons classer les frameworks de gestion des données en
trois couches constituées de systemes de fichiers, de technologies de base de données

et de modeles de programmation.

Systémes de fichiers : Le systeme de fichiers est a la base du stockage des big data et
attire donc une grande attention de la part de milieu académique et industriel. Google
a congu et mis en ceuvre GFS en tant que systeme de fichiers distribués évolutif pour
les grandes applications distribuées a haute densité de données. GFS fonctionne sur
des serveurs peu onéreux pour offrir une tolérance aux pannes et des performances

élevées a un grand nombre de clients.

D’autres entreprises et chercheurs ont aussi développé leurs propres solutions pour
répondre aux besoins spécifiques de stockage de Big Data. HDFS [hdfs] et Kosmosfs
[Kosmosfs] sont des dérivés open source de GFS. Microsoft a créé Cosmos [Chaiken
et al., 2008] pour soutenir ses activités de recherche et de publicité. Facebook a mis en
place Haystack [Beaver et al., 2010] pour stocker une quantité massive de photos en

petits fichiers.

Technologies de bases de données : Plusieurs systéemes de bases de données ont été
proposés pour différentes échelles d’ensembles de données et diverses applications.
Les systemes de bases de données relationnelles traditionnels ne peuvent évidemment
pas répondre aux défis de variété et d’échelle requis par les big data. En raison de

certaines caractéristiques indispensables, notamment étre sans schéma, prise en charge
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de la réplication facile, la simplicité de 1’API, cohérence et la prise en charge d'une

grande quantité de données, la base de données NoSQL devient la norme pour gérer

les problémes des big data.

Dans cette sous-section, nous nous concentrons principalement sur trois principaux

types de bases de données NoSQL organisées par le modele de données, a savoir les

stockages clés-valeurs, les bases de données en colonnes et les bases de documents.

1. Stockages clé-valeur : les stockages clés-valeurs ont un modele de données simple

dans lequel les données sont stockées en tant que paire clé-valeur. Chacune des

clés est unique et les clients mettent ou demandent des valeurs pour chaque clé.

Les bases de données de valeur-clé qui ont émergé ces derniéres années ont
été fortement influencées par Dynamo d’Amazon [DeCandia et al., 2007]. Dans
Dynamo, les données doivent étre partitionnées sur un cluster de serveurs et
répliquées sur plusieurs copies. L'évolutivité et la durabilité reposent sur deux
mécanismes clés : le partitionnement et la réplication et le controle de version

des objets.

Bases de données orientées colonne : Les bases de données orientées colonne
stockent et traitent les données par colonne plutot que par ligne. Les lignes et les
colonnes seront réparties sur plusieurs nceuds afin de garantir 'évolutivité. La
principale source d’inspiration pour les bases de données orientées colonne est

le Bigtable de Google, qui sera discuté en premier, suivi de plusieurs dérivés.

"contents:” "anchor.cnnsi.com”™ “"anchor:my.look.ca"

"com.onnwww" —= —=himb -JI# "CNN" =1, "CNN.com” |..._ ts
"Hhmbs=" =l :

FIGURE 1.7 — Modeéle de données de Bigtable [Hu et al., 2014]

— BigTable : [Chang et al., 2008] : La structure de données de base de Bigtable
est un plan trié multidimensionnel, distribuée et persistante. Le plan est indexé

par une clé ligne, une clé colonne et un horodatage. Les lignes sont conservées
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dans l'ordre lexicographique et sont partitionnées dynamiquement en tablettes,
qui représentent 1'unité de distribution et I'équilibrage de charge. Les colonnes
sont regroupées par leur préfixe de clé dans des ensembles appelés familles de
colonnes qui représentent 1'unité de base du controle d’acces. Un horodatage

est utilisé pour différencier les réversions d'une valeur de cellule.

La figure 1.7 illustre un exemple de stockage d'une grande collection de pages
Web dans une table unique, dans laquelle des URL sont utilisées en tant que
clés de ligne et divers aspects de pages Web sont utilisés en tant que noms de
colonnes. Le contenu des pages Web associées a plusieurs versions est stocké

dans une seule colonne.

— Cassandra : [Lakshman et Malik, 2009] : développée par Facebook et devenu
open source en 2008, rassemble les technologies de systemes distribués de

Dynamo et le modéle de données de Bigtable.

En particulier, une table dans Cassandra est un plan distribué multidimension-
nel structuré en quatre dimensions : les lignes, les familles de colonnes, les
colonnes et les super colonnes. Les mécanismes de partition et de réplication
de Cassandra sont similaires a ceux de Dynamo, ce qui garantit une éventuelle

cohérence.

— Dérivés de Bigtable : comme le code Bigtable n’est pas disponible sous licence
open source, des projets open source, tels que HBase [hbase, 2013] et Hyper-
table [hypertable, 2013], ont émergé pour implémenter des systémes similaires
en adoptant les concepts décrits dans la sous-section Bigtable.

Les bases de données orientées colonne sont similaires car elles sont principalement
modelées apres Bigtable mais different par des mécanismes de concurrence et d’autres
fonctionnalités. Par exemple, Cassandra se concentre sur une faible concurrence via le
contrdle de simultanéité multiversion, tandis que HBase et HyperTable se concentrent

sur une forte cohérence via les verrous et la journalisation.

Bases de données documentaires : Les stockages documents prennent en charge des
structures de données plus complexes que les stockages de valeurs-clés. Il n’y a pas

de schéma strict auquel les documents doivent se conformer, ce qui élimine le besoin
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d’efforts de migration de schéma. MongoDB, SimpleDB et CouchDB sont les trois
principaux représentants. Les modeles de données de tous les stockages documents
ressemblent a 1’objet JSON [Crochford, 2006].

La figure 1.8 montre un article wiki représenté dans le format de document MongoDB
[mongoDb, 2013]. Les principales différences dans les stockages documents résident

dans les mécanismes de réplication et de cohérence des données.

title: “MongoDB",

last_editor: “172.5.123.91",

last_modified: new Date|"9/23/2013"),

body: "MongoDb isa ..."

categories: ["Database”, “NosSQL", “Document Databasas”],
reviewed: false

FIGURE 1.8 — Modele de données de Mongo DB [Hu et al., 2014].

Modéles de programmation Bien que les bases de données NoSQL soient intéres-
santes pour de nombreuses raisons, contrairement aux systemes de bases de données
relationnelles, elles ne prennent pas en charge 1’expression déclarative de 1’opération
de jointure et offrent une prise en charge limitée des opérations d’interrogation et
d’analyse. Le modele de programmation est essentiel a la mise en ceuvre des logiques
applicatives et a la facilitation des applications d’analyse de données. Cependant, il
est difficile pour les modeles paralleles traditionnels comme MPI d’implémenter des
programmes paralleles sur une échelle de big data, c’est-a-dire des centaines ou méme
des milliers de serveurs sur une large zone. De nombreux modéles de programmation

parallele ont été proposés pour résoudre des applications spécifiques a un domaine.

Ces modeles efficaces améliorent les performances des bases de données NoSQL et ré-
duisent 1’écart de performances avec les bases de données relationnelles. Les bases de
données NoSQL sont déja en train de devenir la pierre angulaire de I’analyse massive

des données.

Nous discutons en particulier de trois types de modeles : le modele de traitement
générique, le modele de traitement de graphe et le modele de traitement de flux.
— Modeéle de traitement générique : Ce type de modele traite des probléemes

d’application généraux utilisé dans MapReduce [Dean et Ghemawat, 2008] et
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ses variantes, et dans Dryad [Isard et al., 2007]. MapReduce est un modele de
programmation simple et puissant qui permet la mise en paralléle automa-
tique et la distribution d’applications de calcul a grande échelle sur de grands
groupes de PC. Le modéle de calcul est constitué de deux fonctions définies

par l'utilisateur, appelées Map et Reduce.

L'infrastructure MapReduce regroupe toutes les valeurs intermédiaires asso-
ciées a la méme clé intermédiaire I et les transmet a la fonction Reduce. La
fonction Reduce recoit une clé intermédiaire et son ensemble de valeurs et les

fusionne pour générer un ensemble de valeurs (généralement) plus petit.

Le framework MapReduce fournit uniquement deux fonctions opaques, sans
certaines des opérations les plus courantes (par exemple, la projection et le
filtrage). L'ajout de la syntaxe SQL au-dessus de l'infrastructure MapReduce
est un moyen efficace de rendre MapReduce facile a utiliser pour les program-

meurs de base de données traditionnels qualifiés en SQL.

Dryad est un moteur d’exécution distribuée a usage général pour les applica-
tions paralleles de données. Un travail Dryad est un graphe acyclique orienté
dans lequel chaque sommet est un programme et les bords représentent des
canaux de données. Dryad exécute le travail en exécutant les sommets de ce
graphe sur un ensemble d’ordinateurs, en communiquant via des canaux de
données, comprenant des fichiers, des canaux TCP et des FIFO a mémoire
partagée.

Le graphe de calcul logique est automatiquement mappé sur les ressources
physiques a l'éxécution. Le modele de programmation MapReduce peut étre
considéré comme un cas particulier de Dryad dans lequel le graphe se compose
de deux étapes : les sommets de I'étape Map mélangent leurs données aux

sommets de 1’étape reduce.

Modéle de traitement de graphe : Une classe croissante d’applications (par
exemple, ’analyse de réseau social, RDF) peut étre exprimée en termes d’en-
tités liées les unes aux autres et capturées en utilisant des modéles en graphe.
Contrairement aux modeles de type flux, le traitement de graphe itératif par

nature et le méme jeu de données peuvent étre revisité plusieurs fois.

Nous considérons principalement Pregel [Malewicz et al., 2010] et GraphLab
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[Low et al., 2012]. Pregel de Google se spécialise dans le traitement de graphe a
grande échelle, comme 1’analyse de graphe Web et de réseaux sociaux. La tache
de calcul est exprimée sous la forme d’"un graphe orienté, constitué de sommets
et d’arétes orientés. Chaque sommet est associé a une valeur modifiable et défi-
nie par l'utilisateur. Les arétes orientées sont associées a leurs sommets source,
et chaque aréte est constituée d’une valeur modifiable et d"un identificateur de
sommet cible. Apres l'initialisation du graphe, les programmes sont exécutés
comme une séquence d’itérations, appelées supersteps, qui sont séparées par
des points de synchronisation globaux jusqu’a ce que l'algorithme se termine
avec la sortie. Au sein de chaque superstep, les vertices exécutent en paralléle la
méme fonction définie par 'utilisateur qui exprime la logique d'un algorithme
donné. Un sommet peut modifier son état ou celui de ses arétes sortants, rece-
voir des messages qui lui sont transmis dans le précédent superstep, envoyer
des messages a d’autres sommets, ou méme muter la topologie du graphe. Une
aréte n’a pas de calcul associé. Un sommet peut se désactiver en votant pour
s’arréter. Lorsque tous les sommets sont simultanément inactifs et qu’aucun
message n'est en transit, le programme entier se termine. Le résultat d'un
programme Pregel est I'ensemble des valeurs de sortie des sommets, ce qui est

souvent un graphe orienté isomorphe a l'entrée.

GraphLab est un autre modele de traitement de graphe qui cible les algorithmes
parallele d’apprentissage automatique. L’abstraction de GraphLab comprend
trois composants : le graphe de données, la fonction de mise a jour et l'opéra-
tion de synchronisation. Le graphe de données est un conteneur qui gere les
données définies par 1'utilisateur, y compris les parametres du modeéle, I'état
de l'algorithme et méme les données statistiques. La fonction de mise a jour est
une procédure sans état qui modifie les données dans la portée d’'un sommet et
planifie 1’exécution future des fonctions de mise a jour sur d’autres sommets.
Enfin, 'opération de synchronisation maintient simultanément les agrégats

globaux.

La différence clé entre Pregel et GraphLab se trouve dans leurs modeles de
synchronisation. Pregel a une barriere a la fin de chaque itération et tous les
sommets doivent atteindre un état de synchronisation global apres itération,

alors que GraphLab est completement asynchrone, conduisant a des sommets
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plus complexes. GraphLab propose trois modéles de cohérence, la cohérence

totale, aréte et sommet, pour permettre différents niveaux de parallélisme.

Modéle de traitement de flux : S4 [Neumeyer et al., 2010] et Storm [storm,
2013] sont deux plates-formes de traitement de flux réparties qui s’exécutent

sur la machine virtuelle Java.

S4 implémente le modeéle de programmation des acteurs. Chaque tuple a clé
du flux de données est traité comme un événement et routé avec une affinité
avec les éléments de traitement (PE). Les PE forment un graphe acyclique di-
rigé et prennent en charge le traitement des événements avec certaines clés et
publient les résultats. Les noeuds de traitement (PN) sont les hotes logiques des
PE et sont chargés d’écouter les événements et de transmettre les événements
entrants au conteneur d’éléments de traitement (PEN), qui invoque les PE ap-
propriés dans l'ordre approprié.

Storm partage de nombreuses fonctionnalités avec S4. Un travail Storm est éga-
lement représenté par un graphe orienté et sa tolérance aux fautes est partielle a
la suite du canal de streaming entre les sommets. La principale différence entre
S4 et Storm est 1’architecture : S4 adopte une architecture décentralisée et symé-

trique, tandis que Storm est un systeme maitre-esclave comme MapReduce.
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MapReduce Dryad Pregel GraphLab | Storm S4
Apprentissage
. automatique . .
moteur moteur traitement ¢ qu traitement| traitement
.. d’exécution| d’exécution de graphe et explol en
Application S el N ration de ) .
parallele | parallele | 4§ grande données streaming | streaming
polyvalent | polyvalent | échelle N distribué | distribué
a grande
échelle
Modele d graphe graphe graphe
P odele de Map et orienté graphe graphe orienté orienté
rogram- L L
ma tgion Reduce acy- orienté orienté acy- acy-
clique clique clique
o exécution L. e.XECLl’ElOl’E
exécution | o otea exécution | simultanée
simulta- née simulta- des champs | processus | processus
née  au | 4, née non de de
Parallélisme sein des sommets | SUT les | chevauchantesjravail et| travail et
phases AU COUTS sommets | définies par| exécu- exécu-
Map et | 3. o d’un un modele| teurs teurs
Reduce étape superstep | de cohé-
T rence
. systeme 1vers systeme P
Traitement | > y mémoire
de supports | de . o
des . d 1 ou mémoire | mémoire
Données fichiers e fichiers disque
distribué | stockage | distribué
N N N " s décentralisé
. maitres- maitres- maitres- maitres- maitres-
Architecture 1 €S . : . . et
avi avi avi I
esclaves esclaves esclaves esclaves esclaves symétrique
tolérance | tolérance
aux aux tolérance | tolérance
Tolérance | pannes pannes points de | points de partielle | partielle
aux Pannes | au ni- | au ni- | reprise reprise aux aux
veau du |veau du pannes pannes
noeud noeud

TABLE 1.1 — Résumé des fonctionnalités des modeles de programmation[Hu et al., 2014].

Le tableau 1.1 montre une comparaison de caractéristiques des modeles de pro-

grammation discutés ci -dessus.

Premiérement, bien que le traitement en temps réel devient plus important, le traite-

ment par lots reste le paradigme le plus courant du traitement des données.

Deuxiemement, la plupart des systémes adoptent le graphe comme modele de pro-

grammation parce que le graphe peut exprimer des taches plus complexes.

Troisiemement, tous les systemes prennent en charge 1’exécution simultanée pour ac-

célérer la vitesse de traitement.
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Quatriemement, les modeles de traitement en continu utilisent la mémoire comme
support de stockage de données pour atteindre des taux d’acces et de traitement plus
élevés, tandis que les modeles de traitement par lots utilisent un systéme de fichiers

ou un disque pour stocker des données volumineuses.

Cinquiémement, 1’architecture de ces systemes est typiquement maitre-esclave; Ce-

pendant, S4 adopte une architecture décentralisée.

Enfin, la stratégie de tolérance aux pannes est différente pour différents systemes. Pour
Storm et S4, lorsqu'une défaillance de nceud se produit, les processus sur le nceud dé-
taillant sont déplacés vers des nceuds de secours. Pregel et GraphLab utilisent le point
de reprise pour la tolérance aux pannes, qui est invoqué au début de certaines ité-
rations. MapReduce et Dryad ne prennent en charge que la tolérance aux pannes au

niveau du noeud.

Phase IV : Analyse des données

L’analyse de données concerne les informations obtenues par 1’observation, la me-
sure ou les expériences sur un phénomene d’intérét. L'objectif de I'analyse de données
est d’extraire le maximum d’informations pertinentes au sujet considéré. La nature du
sujet et le but peuvent varier considérablement. Les listes suivantes ne mentionnent
que quelques objectifs potentiels :

— Pour extrapoler et interpréter les données et déterminer comment les utiliser,

— Pour vérifier si les données sont rational,

— Pour donner des conseils et aider a la prise de décision,

— Pour diagnostiquer et déduire les raisons d'un défaut.

— Pour prédire ce qui se passera dans le futur.

Nous pouvons classer les données en trois niveaux en fonction de la profondeur
de I'analyse : I’analyse descriptive, I’analyse prédictive et I’analyse prescriptive[Gavin,
2013].

— Analyse Descriptive : exploite les données historiques pour décrire ce qui

s’est passé. Par exemple, une régression peut étre utilisée pour trouver des
tendances simples dans les ensembles de données, la visualisation présente les

données de maniere significative, et la modélisation des données est utilisée
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pour collecter, stocker et découper les données de maniere efficace. Les analyses
descriptives sont généralement associées a business intelligence des systemes

de veille économique ou systemes de visibilité.

— Analyses Prédictives : met ’accent sur la prévision des probabilités et des ten-
dances futures. Par exemple, la modélisation prédictive utilise des techniques
statistiques telles que la régression linéaire et logistique pour comprendre les
tendances et prédire les résultats futurs, et data mining extrait des modeles

pour fournir des informations et des prévisions.

— Analyse Prescriptive : abord les problemes de la prise de décision et de Ieffi-
cacité. Par exemple, la simulation est utilisée pour analyser des systemes com-
plexes afin de mieux comprendre le comportement du systeme et d’identifier
les problémes, et des techniques d’optimisation sont utilisées pour trouver des

solutions optimales sous des contraintes données.

1.6 APPLICATIONS D’ANALYSE DE DONNEES BIGDATA

Dans cette section nous discutons six types d’applications Big Data, organisées par
type de données : 'analyse de données structurée, I’analyse de texte, I’analyse Web,

I’analyse multimédia, ’analyse de réseau et I’analyse mobile.

1.6.1 Analyse de données structurées

Une grande quantité de données structurées est générée dans les domaines des af-
faires et de la recherche scientifique. La gestion de ces données structurées repose sur
le SGBDR mature, 'entreposage de données. L’analyse de données est largement fon-
dée sur l'exploration de données et 1’analyse statistique, comme décrit ci-dessus. Ces
deux domaines ont été minutieusement étudiés au cours des trois derniéres décennies.
Récemment, I'apprentissage en profondeur, un ensemble de méthodes d’apprentissage
automatique basées sur des représentations d’apprentissage, devient un domaine de

recherche actif.

La plupart des algorithmes d’apprentissage automatique actuels dépendent de repré-

sentations et de caractéristiques d’entrée congues par ’homme, ce qui est une tache
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complexe pour diverses applications. Les algorithmes d’apprentissage en profondeur
integrent I’apprentissage par représentation et apprennent plusieurs niveaux de repré-

sentation de complexité / abstraction.

En outre, de nombreux algorithmes ont été appliqués avec succes aux applications
émergentes. L'apprentissage statistique, basé sur des modeles mathématiques précis et
des algorithmes puissants, a déja été appliqué a la détection d’anomalies et au controle
de I’énergie. En utilisant des caractéristiques de données, I'exploration temporelle et
spatiale pour extraire des structures de connaissances représentées dans des modeles
pour des flux de données a grande vitesse et des données de capteurs. Motivée par
les préoccupations en matiére de protection de la vie privée dans les applications de
commerce électronique, d’administration en ligne et de soins de santé, la préservation
des données confidentielles devient un domaine de recherche actif. Au cours de la der-
niere décennie, en raison de la disponibilité croissante de données d’événement et de
techniques de découverte de processus et de vérification de conformité, 1’exploration

de processus [van der Aalst, 2012] est devenue un nouveau domaine de recherche.

Analyse du texte

Le texte est I'une des formes les plus courantes d’informations stockées et com-
prend la communication par e-mail, les documents d’entreprise, les pages Web et le
contenu des médias sociaux. Par conséquent, 1’analyse de texte est considérée comme

ayant un potentiel commercial plus élevé que I'exploration de données structurée.

En général, I'analyse de texte, également appelée exploration de texte, fait référence
au processus d’extraction d’informations et de connaissances utiles a partir d'un texte
non structuré. L'exploration de texte est un domaine interdisciplinaire a la croisée
de la recherche documentaire, de l'apprentissage automatique, des statistiques, de la
linguistique computationnelle et, en particulier, de 1’exploration de données. La plu-
part des systemes d’exploration de texte reposent sur la représentation textuelle et le

traitement du langage naturel (NLP).

Analyse du web

L’analyse Web vise a récupérer, extraire et évaluer automatiquement les informa-

tions pour la découverte des connaissances a partir de documents Web et de services.
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Ce champ est construit sur plusieurs domaines de recherche, y compris les bases de

données, la recherche d’information, le TLN et I'exploration de texte.

Nous pouvons catégoriser I’analyse Web en trois domaines d’intérét en fonction de la
partie du site Web exploitée : 'exploration de contenu Web, I’exploration de structure

Web et I'exploration de l'utilisation Web [Sankar K. et al., 2002].

L’exploration de contenu Web est la découverte d’informations ou de connaissances
utiles a partir du contenu du site Web. Etant donné que la plupart des données de
contenu Web sont des données textuelles non structurées, une grande partie de 1'effort
de recherche est centré sur le texte et le contenu hypertexte. L'exploration de texte est
un sujet bien développé, tel que décrit ci-dessus. L'exploration hypertexte implique

I'exploration de pages HTML semi-structurées comportant des liens hypertexte.

L’apprentissage supervisé ou la classification joue un role clé dans I’exploration de
I'hypertexte, notamment dans la gestion des courriels, la gestion des groupes de dis-

cussion et la gestion des répertoires Web [Chakrabarti, 2000].

L’exploration de structure Web est la découverte du modéle sous-jacent des structures
de liens sur le Web. Ici, la structure représente le graphe des liens dans un site ou
entre des sites. Le modele est basé sur la topologie du lien hypertexte avec ou sans
description de lien. Ce modele révele les similitudes et les relations entre les différents
sites Web et peut étre utilisé pour classer les sites Web. Les méthodes Page Rank et
CLEVER exploitent ce modele pour trouver des pages Web. La recherche ciblée [Cha-
krabarti et al., 1999] est un autre exemple qui utilise avec succés ce modele. L’objectif
d’un robot est de rechercher sélectivement des sites Web liés a un ensemble prédéfini
de sujets. Plutdt que de collecter et d’indexer tous les documents Web accessibles, un
robot ciblé analyse sa limite d’exploration pour trouver les liens les plus pertinents
pour 'exploration et évite les régions non pertinentes du Web, ce qui permet d’écono-

miser du matériel et des ressources réseau importants.

L’exploration de l'utilisation Web fait référence a I’extraction de données secondaires
générées par des sessions Web ou des comportements. L'exploration de 'utilisation du
Web differe de 1'exploration de contenu Web et de I'exploration de la structure Web,
qui utilisent les données réelles ou primaires sur le Web. Les données d’utilisation
Web incluent les données des journaux d’accés du serveur Web, des journaux du na-

vigateur, des profils utilisateur, des données d’enregistrement, des sessions utilisateur
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ou des transactions, des cookies, des requétes utilisateur, des signets, des clics et toute

autre donnée générée par l'interaction des utilisateurs et du web.

L’exploration de l'utilisation du Web joue un rdle important dans le commerce électro-
nique, la confidentialité / sécurité du Web et de plusieurs autres domaines émergents.
Par exemple, les systémes de recommandation collaborative permettent la personnali-
sation pour le commerce électronique en exploitant les similitudes et les dissimilarités

dans les préférences des utilisateurs [Xu et al., 2012].

Analyse multimédia

Récemment, les données multimédia, y compris 1'image, 1'audio et la vidéo, ont
augmenté a un rythme phénoménal et sont presque omniprésentes. L'analyse de
contenu multimédia fait référence a I'extraction de connaissances et a la compréhen-
sion de la sémantique capturée dans les données multimédias. Parce que les données
multimédias sont diverses et plus riches en informations que les simples données
structurées et textuelles dans la plupart des domaines, 1’extraction d’informations im-
plique de combler le fossé sémantique des données multimédia. La recherche en ana-
lyse multimédia couvre un large éventail de sujets, y compris la synthese multimédia ,
I'annotation multimédia, l'indexation et la récupération multimédia, la recommanda-

tion multimédia et la détection d’événements multimédias.

L’annotation multimédia fait référence a 1’attribution d’images et de vidéos a un en-
semble d’étiquettes décrivant leur contenu aux niveaux syntaxique et sémantique.
Avec l'aide de ces étiquettes, la gestion, la synthése et la récupération de contenu mul-
timédia peuvent étre réalisées facilement. Parce que 1’annotation manuelle prend du
temps et nécessite des cofits de main-d’ceuvre élevés. L'indexation et la récupération
multimédias concernent la description, le stockage et 1’organisation de l'information
multimédia pour aider les utilisateurs a trouver des ressources multimédias facilement

et rapidement [Hu et al., 2011].

L'objectif de la recommandation multimédia est de proposer des contenus multimé-
dias spécifiques a un utilisateur en fonction des préférences de l'utilisateur, ce qui a été
prouvé comme une méthode efficace pour fournir une personnalisation de haute qua-
lité. La plupart des systémes de recommandation actuels sont basés soit sur le filtrage

de contenu ou sur le filtrage collaboratif. Les approches basées sur le contenu iden-
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tifient les caractéristiques communes de l'intérét des utilisateurs et recommandent a
l"utilisateur un autre contenu qui partage des fonctionnalités similaires. Ces approches
reposent entierement sur des mesures de similarité de contenu et souffrent des pro-
blemes d’analyse de contenu limitée et de sur-spécification. Les approches fondées
sur le filtrage collaboratif identifient le groupe de personnes qui partagent des inté-
réts communs et recommandent le contenu en fonction du comportement des autres

membres du groupe.

Analyse de reseau

En raison de la croissance rapide des réseaux sociaux en ligne, I’analyse de réseau
a évolué a partir de I’analyse bibliométrique et de " analyse de réseau de sociologie
a I'analyse de réseaux sociaux émergents du début des années 2000. Typiquement,
les réseaux sociaux contiennent énormément de données de liaison et de contenu,
ou les données de liaison sont essentiellement la structure graphique, représentant
les communications entre entités et les données de contenu contenant du texte, des
images et d’autres données multimédia dans les réseaux. Evidemment, la richesse des
données de réseaux sociaux offre des défis et des opportunités sans précédent pour

I’analyse de données.

En raison du développement révolutionnaire de la technologie Web 2.0, le contenu
généré par les utilisateurs explose sur les réseaux sociaux. Le terme médias sociaux
est employé pour nommer un tel contenu généré par les utilisateurs, y compris les
blogs, les microblogs, le partage de photos et de vidéos, le marketing social de livres,
les sites de réseautage social, les actualités sociales et les wikis. Le contenu des médias
sociaux contient du texte, du multimédia, des emplacements et des commentaires.
Presque tous les sujets de recherche sur 1’analyse de données structurées, I’analyse de

texte et I'analyse multimédia peuvent étre traduits en analyse de médias sociaux.

Analyse de mobile

L’énorme volume d’applications et de données conduit a I'émergence de I'analyse
mobile; Cependant, ’analyse mobile est confrontée a des défis causés par les caracté-
ristiques inhérentes aux données mobiles, telles que la sensibilisation aux mobiles, la

sensibilité aux activités, le bruit et la richesse de la redondance. Actuellement, ’analyse
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mobile est loin d’étre mature. Ainsi, nous étudions seulement certaines des applica-

tions d’analyse les plus récentes et représentatives.

Le RFID permet a un capteur de lire un code d’identification de produit (EPC) unique
associé a une étiquette a distance [Han et al., 2010]. Les étiquettes peuvent étre utilisées
pour identifier, localiser, suivre et surveiller des objets physiques de maniére rentable.
Actuellement, la RFID est largement adoptée dans la gestion des stocks et la logistique.
Cependant, les données RFID posent de nombreux défis pour 1’analyse des données :
(i) les données RFID sont intrinsequement bruitées et redondantes; (ii) Les données
RFID sont temporelles, en continu, volumineuses et doivent étre traitées a la volée.
En explorant la sémantique de la RFID, y compris 'emplacement, 1’agrégation et les
informations temporelles, nous pouvons déduire certains événements primitifs pour
suivre les objets et surveiller 1'état du systéme. En outre, nous pouvons concevoir la
logique d’application comme des événements complexes, puis détecter les événements

pour réaliser des applications métier plus avancées.

Les progres récents dans les capteurs sans fil, les technologies mobiles et le traitement
en continu ont conduit au déploiement de réseaux de capteurs corporels pour le suivi
en temps réel de la santé d'un individu. En général, les données sur les soins de santé
proviennent de capteurs hétérogenes ayant des caractéristiques distinctes, telles que
des attributs divers, des relations spatio-temporelles et des caractéristiques physiolo-
giques. En outre, les informations sur les soins de santé comportent des problemes de

confidentialité et de sécurité.

Des statistiques agrégées sur certaines partitions ont été utilisées pour identifier les
clusters et assigner les caractéristiques qui ont été observées comme des valeurs plus
agrégées. Les caractéristiques assignées ont ensuite été utilisées dans la modélisation
" . . 21 . cq 2 Vi
prédictive pour améliorer les performances. La grande majorité de 'analyse appar-
tient a 1’analyse descriptive ou a 1’analyse prédictive. En raison de la complexité de
la classification, nous avons seulement résumé les approches d’analyse des données
du point de vue du cycle de vie des données, en couvrant les sources de données, les

caractéristiques des données et les approches, comme illustré au tableau 1.2.
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Domaines d’analyse Sources Caractéristiques
Analvse d Enregistrement de transac- | Enregistrements
ga yse ce tion client. structurés.
onnees Données d’expériences scien- | Moins de volumes et temps
structurees iy p
tifiques. réel.
Les journaux
Email
, . Non structuré.
Documents d’entreprise. .
. R Textuelle riche.
Regles et reglements du gou-
Contexte.
Analyse du texte vernement. . .
Sémantique.
Contenu textuel des pages Laneuace dépendante
Web. gulase dep '
Les réactions des citoyens et
commentaires. / i
Intégration de texte et
Analyse du web Diverses pages web hyperhe;n.
Symbolique.
o i Meétadonnées.
Multimédia produit par Ia
société. Image, audio, vidéo.
Multimédia généré par 1'uti- | Massif.
Analyse .
L lisateur. Redondance.
multimédia . ¢ B .
Surveillance. Ecart sémantique.
Santé et média patient.
Bibliométri Contenu riche.
Analyse de Rl, 1omgtr1qu§. looi Relation sociale.
réseau R(?seau ¢ sociologle. Bruyant et redondant.
eseatx soctaux. Evolution rapide.
Applications mobile. Basé sur 'emplacement.
Analyse de Capteurs. Spécifique a la personne.
mobile RFID. Informations fragmentées.

TABLE 1.2 — Taxonomie de I'analyse Big Data [Hu et al., 2014].
CONCLUSION

Les Big Data sont en train de devenir une nouvelle technologie, tant dans la science
que dans l'industrie, avec le besoin d’apporter des mécanismes avancés d’acquisition,

de gestion et d’analyse des données.

Le but de ce chapitre était de donner une idée complete sur le Big Data. Nous avons
présenté diverses définitions de Big Data, son évolution et ses caractéristiques comme
la variété, la vélocité et le volume. Nous avons focalisé principalement sur les compo-
sants d’architecture et les modeles opérationnels qui constituent I’écosysteme de Big
Data et cela a travers son cycle de vie qui regroupe quatre phases : la génération de

données, 'acquisition de données, le stockage de données et I’analyse de données.
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Aussi, nous avons vu des applications typiques d’analyse de données Bigdata.

Dans le chapitre suivant, nous allons nous intéresser a Hadoop qui est le framework

le plus utilisé pour le traitement distribué des Big Data.

33



Hapoor : UN FRAMEWORK POUR LE
TRAITEMENT DES DONNEES VOLUMINEUSES

ET DISTRIBUEES

2.1 INTRODUCTION

Hadoop a attiré beaucoup d’attention de la part de l'industrie et des chercheurs.
Apache Hadoop [hadoop] est une implémentation open source du framework de trai-
tement parallele MapReduce de Google. Il cache les détails du traitement paralléle,
comprenant la distribution des données aux noeuds de traitement, le redémarrage
des sous-taches échouées et la consolidation des résultats apres le calcul. Ce Frame-
work permet aux développeurs d’écrire des programmes de traitement paralleles qui
se concentrent sur leur probleme de calcul plutdt que sur des problemes de paralléli-

sassions.

Dans ce chapitre, nous décrivons l'architecture de base de Hadoop, son fonctionne-

ment, ses caractéristiques, ainsi que ses problemes et défis.

2.2 ARCHITECTURE

L’architecture d’"Hadoop comprend deux composants principaux :

1. Un Systéme de fichiers distribués d’"Hadoop (HDEFS) [Assuncao et al., 2014] [Phi-
lip, 2011] [Castillo, 2005] : C’est un systeme de fichiers distribué qui stocke une
grande quantité de données avec un accés haut débit aux données sur les clus-

ters.
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2. Hadoop MapReduce : C’est un Framework pour le traitement distribué des don-

nées sur les clusters.

2.2.1  Hadoop Distributed file system (HDFS)

HDFS [hdfs] [Mario et al., 2017] est un systeme de stockage distribué congu pour le
stockage de fichiers distribués sur un nceud HDFS. HDEFS a une architecture maitre /
esclave. Un cluster HDFS posséde un NameNode unique, un serveur maitre qui gere
I'espace de nom du systeme de fichiers et controle 1’accés aux fichiers par les clients.
[Vohra, 2016] Les données sont divisées en blocs de 64 Mo ou 128 Mo par HDEFS et il
maintient trois copies de chaque bloc sur des emplacements distincts appelés le Data-
Node.

Le NameNode exécute des opérations d’espace de nom de systeme de fichiers telles
que l'ouverture, la fermeture et le renommage de fichiers et de répertoires tandis que
le nceud de données est responsable de la réservation des demandes de lecture et
d’écriture des clients du systéme de fichiers. Il détermine également le mappage des

blocs aux DataNode.

Les DataNode effectuent la création, la suppression et la réplication de blocs sur ins-
truction du NameNode. HDFS donne un acces a haut débit et convient a I'application
qui a de grands ensembles de données. Le HDFS est hautement tolérant aux pannes

et peut étre déployé sur du matériel bon marché. [Li et al., 2016]

Comme le montre la figure 2.1, I’architecture HDFS [hdfs] se compose d"un seul Name-
Node et de plusieurs DataNodes dans un cluster. NameNode décide de la réplication
des blocs de données. Dans un HDFS typique, la taille de bloc est de 64 Mo et le fac-
teur de réplication est de 3 (la deuxiéme copie sur le rack local et la troisieme sur le
rack distant).Systeme de fichiers distribués d’Hadoop (HDFS) [Assuncao et al., 2014]

[Philip, 2011] [Castillo, 2005] : C’est un systeme de fichiers distrters.

Name Node

Le Name Node [HadoopTuto] fonctionne comme une partie centrale. Il est respon-
sable du suivi de cluster qui ont ’arborescence de tous les fichiers dans le systeme de
tichiers. Les données de tous ces fichiers ne sont pas stockées par le Name Node. Les

processus sont interactifs avec le Name Node chaque fois qu’ils sont nécessaires pour
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code e Programime
paralléliser Hadoop
Mame Nocud -
Métadonnées
JobTracker
Drata Node Drata Node Diata Node Data Node
Maps Maps Maps Maps
Reducers Reducers Reducers Reducers
TaskTracker TaskTracker | TaskTracker TaskTracker
| HDFS HDFS HDFS HDFS
|| | I: |
iy = 0 | . : 0 e o
Rackl Rack2

FIGURE 2.1 — Architecture de systéme de fichiers distribués d’"Hadoop

localiser un fichier ou lorsqu’ils souhaitent ajouter, déplacer, supprimer ou localiser
un fichier. Le noeud de nom répond aux demandes réussies en renvoyant une liste de
serveurs de nceuds de données pertinents dans lesquels les données sont stockées. Il
s’agit d'un seul point de défaillance dans le cluster HDFS. Le HDFS ne consideére pas

comme un systéme a haute disponibilité.

Data Node

Le Data Node [HadoopTuto], fonctionne comme esclave, il est responsable du sto-
ckage des données. Il existe plusieurs nceuds de données dans HDEFS et des copies de

données répliquées dans trois emplacements.

Le nceud de données et le noeud de nom fonctionnent ensemble. Le noeud de données
informe le noeud de nom avec tous les blocs dont il est responsable au démarrage. Il
n’y a aucun effet sur les clusters ni sur la disponibilité des données lorsque le noeud de
données tombe en panne. En fait, les données sont stockées dans le nceud de données

configuré avec beaucoup d’espace disque.
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2.2.2 MapReduce

MapReduce [Hashem et al., 2016] [HadoopTuto] est un modele de programme
pour une technique de traitement basé sur l'informatique distribuée. Le modele de

programmation MapReduce a deux fonctions importantes, Map et Reduce.

Le fonctionnement de Map consiste a prendre les données d’entrée sous la forme d'un
ensemble de paires de valeurs clés et a produire une sortie sous forme de paires de
valeurs de clés intermédiaires supplémentaires. La fonction Reduce regoit cette paire
de valeurs de clé intermédiaire générée a partir de la fonction Map en tant qu’entrée
et réduit ces paires de valeurs de clé intermédiaires en un ensemble de paires plus
petit. La fonction Map est exécutée apres la fonction Reduce selon le nom du modele

de programme MapReduce.

Le principal avantage du modele MapReduce est évolutif pour le traitement des don-
nées sur plusieurs nceuds de calcul. Il y a trois étapes Map, Shuffle et Reduce dans
le traitement de MapReduce. Le traitement de 1'étape Map consiste a traiter les don-
nées d’entrée et a créer divers petits paquets de données. [Yang et al., 2016] HDFS est
utilisé pour stocker les données d’entrée sous la forme d’un fichier ou d"un répertoire
et ces fichiers d’entrée passent a la fonction Map pas a pas. Dans 'étape Reduce, les
données de sortie recues de la fonction Reduce proviennent de 1'étape Map et sont
utilisées comme données d’entrée, les traitent et produisent un nouvel ensemble de

sorties stockées dans HDFS. [Bok et al., 2017].

Hadoop envoie les taches Map et Reduce au serveur approprié dans les clusters pen-
dant le travail MapReduce. Il incombe a Hadoop de gérer les détails des taches per-
tinentes, comme la vérification de l’exécution des taches, I’émission des taches et la
copie des données autour du cluster entre les nceuds. Diverses taches informatiques
qui réduisent le trafic réseau sont placées sur des noeuds avec des données sur des
disques locaux. Lorsque les taches sont terminées, le cluster collecte les données de
sortie et les réduits a un format approprié pour les renvoyer au serveur Hadoop. [Ha-

shem et al., 2016]

Job Tracker

Job Tracker [HadoopTuto] est un nceud. Le processus d’exécution des taches est

controlé par Job Tracker et coordonne tous les travaux en planifiant la tache qui s’exé-

37



Chapitre 2. Hadoop : Un Framework pour le traitement des données volumineuses et
distribuées

cute sur le systeme pour s’exécuter sur Task Tracker. Toutes les ressources de traite-
ment du cluster Hadoop sont gérées par Job Tracker et Job Tracker les planifie dans

Task Tracker pour exécution conformément a la demande d’application.

Job Tracker a la capacité de recevoir des mises a jour de statut pour suivre la pro-
gression du processus a partir de Task Tracker pendant 'exécution du processus. Ses
coordonnées pour gérer des échecs si nécessaire. Il est nécessaire d’exécuter Job Tra-
cker sur le nceud maitre, car il est responsable de la coordination de tous les travaux

MapReduce du cluster.

Task Tracker

Task Tracker [HadoopTuto] est également un nceud qui regoit des taches de Jobs
Tracker. Il est du devoir du Task Tracker d’exécuter la tache et si n'importe quelle

panne s’est produite alors renvoyez le rapport au Job Tracker au sujet de cet échec.

Job Tracker coordonne et aide a résoudre les problémes qui surviennent lors du trai-
tement des taches. Les ressources de traitement sur chaque nceud esclave sont gérées
par Task Tracker sous la forme de slots. [Geetha et al., 2016] le nombre de slots pour
les taches map-reduce sont fixes. Le nombre de taches map-reduce peut étre exécuté a

la fois sur le nceud esclave indique le nombre total de slots map-reduce.

| Client

=
= 'y
S | B
= JobTracker
A NameMNode
; = TaskTracker | TaskTracker | TaskTracker
- DataNode | DataNode [ DataNode

FIGURE 2.2 — Architecture MapReduce d’"Hadoop
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FONCTIONNEMENT

Lorsqu’un utilisateur soumet un travail a Hadoop. Il doit spécifier I'emplacement
des fichiers d’entrée et de sortie dans HDFS. La fonction Map and Reduce est implé-
mentée dans les classes Java sous la forme de fichiers jar et les différents parametres
doivent étre corrigés afin de permettre ’exécution des taches pour la configuration des
taches. Ensuite, 'utilisateur de Hadoop soumet un travail la configuration du travail
au Job Tracker. Maintenant Job Tracker distribue le travail et les configurations aux

taches de planification. [Seay et al., 2015].

Il controle également les travaux et fournit des informations sur l'état et le diagnostic
a 'utilisateur Hadoop. La responsabilité de Task Tracker est d’exécuter une tache sur
un neeud différent selon I'implémentation de MapReduce et de sauvegarder la sortie

dans les fichiers de sortie sur HDFS.

-] @
% = [¥]
I =] =
= 3 o=
o @
v o
A A A
13 A W Y

N

Reduce

Out
put

Output HDFS

Input HDFS

FIGURE 2.3 — Processus MapReduce d’Hadoop

La figure 2.3. définie la méthode traditionnelle de MapReduce, mais maintenant
Hadoop travaille avec un nouveau parametre nommé YARN qui donne une approche
vraiment nouvelle au traitement des données, ce qui donne un moyen facile de traiter

les données avec une seule plate-forme et fournit une nouvelle perspective analytique.
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2.3.1 Hadoop YARN

Dans la nouvelle génération de framework Hadoop, YARN (Yet Another Resource
Négociateur) [Bhavin J. et Vinodkumar L., 2015] est une partie architecturale de base
(Figure 2.4) qui permet le traitement de données multiples comme le traitement par
lots, la science des données, le streaming temps réel et le SQL interactif. Elle permet
aussi de gérer le traitement des données avec une plateforme unique et fournir une

nouvelle perspective a I’analyse.

Le but fondamental de YARN [Lin et al., 2016] est de diviser les fonctionnalités de Job
Tracker / Task Tracker en démons séparés. Dans cette nouvelle version de Hadoop,
un gestionnaire de ressources global, un gestionnaire de nceud esclave pour chaque
nceud, maitre d’application et conteneur pour chaque application (un seul travail ou

peut-étre un DAG de travaux) s’exécute sur un gestionnaire de nceud [Sarah, 2016]

Gestionnaire
de Ressources| ™

Statut MapReduce

Soumission de travail

Statut du neeud
Demande de ressource

FIGURE 2.4 — Architecture YARN

Le Gestionnaire de Ressources et le Gestionnaire de Nceuds [Thomas et Qiuyi,
2016] fonctionnent ensemble comme un framework traitement-données. Un ges-
tionnaire de ressources global s’exécute en tant que démon maitre qui arbitre les

ressources de cluster parmi les applications concurrentes disponibles dans le systeme.
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Le travail de gestionnaire de ressources consiste a suivre les nceuds s’exécutant sur le
cluster et les ressources disponibles. Il prend également en considération les demandes
soumises par 'utilisateur devrait obtenir des ressources chaque fois que nécessaire. Il
est responsable d’allouer ces ressources a l'application utilisateur en fonction d’une

priorité d’application, d"une capacité de file d’attente, de la localité de données, etc.

Dans Hadoop 2.0 Task Tracker est remplacé par Node Manager qui est une version
plus générique et efficace. Le gestionnaire de noeud n’a pas de conteneur de res-
sources créé dynamiquement ou slots Map et Reduce fixe comme dans Task Tracker.
La taille du conteneur dépend du nombre de ressources qu’il contient comme la
mémoire, le disque, CPU, réseau, etc. Le gestionnaire de nceuds est responsable de
I'application du conteneur et surveille l'utilisation de ses ressources comme le CPU,

le disque, la mémoire et le réseau.

Dans Hadoop 2.0 Job Tracker est légérement modifié avec un peu de perspicacité de
conception et nous utilisons la terminologie pour cela en tant que Application Master.
Le maitre d’application a la capacité de n’importe quel type de tache a l'intérieur du
conteneur. Ainsi, lorsqu’un utilisateur soumet une application, Le maitre d’application
est chargé de coordonner I'exécution de toutes les taches dans I’application. Le maitre
d’application a une plus grande responsabilité qui était précédemment assignée a
Job Tracker pour tous les travaux comme la tache de surveillance, le démarrage des
taches échouées, le calcul des valeurs totales du compteur d’applications et 1’exécution
spéculative de taches lentes. Le gestionnaire de nceuds controlait le maitre d’applica-
tion et les taches qui appartenaient a I’application s’exécutant dans le conteneur de

ressources.

Dans YARN le role de I'application distribuée est dégradé par MapReduce mais
il est toujours tres populaire et utile et maintenant il est connu comme MapReduce
version 2 (MR2). MR2 est une implémentation classique du moteur MapReduce qui
s’exécute en haut de YARN. MapReduce dans Hadoop 2 maintient la compatibilité
de I’API avec la version stable précédente alors que tous les travaux de MapReduce

fonctionnent toujours avec YARN via une recompilation.
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CARACTERISTIQUES

Hadoop présente de nombreux avantages, et les fonctionnalités suivantes rendent

Hadoop particulierement adapté a la gestion et a I'analyse de Big Data :

— Evolutivité : Hadoop permet d’augmenter et de réduire I'infrastructure ma-
térielle sans avoir a modifier les formats de données. Le systeme redistribuera
automatiquement les données et les taches de calcul pour s’adapter aux chan-

gements de matériel.

— Rentabilité : Hadoop apporte un calcul massivement paralléle aux serveurs de
base, conduisant a une réduction importante du cofit par téraoctet de stockage,
ce qui rend le calcul massivement parallele abordable pour le volume croissant

de big data.

— Flexibilité : Hadoop est libre de tout schéma et capable d’absorber n'importe
quel type de données provenant d"un nombre quelconque de sources. En outre,
différents types de données provenant de sources multiples peuvent étre agré-
gés dans Hadoop pour une analyse plus approfondie. Ainsi, de nombreux défis

de Big Data peuvent étre résolus.

— Tolérance aux pannes : les données manquantes et les échecs de calcul sont
courants dans les analyses de Big Data. Hadoop peut récupérer les données
et les échecs de calcul causés par une panne de nceud ou une congestion du

réseau.

PROBLEMES ET DEFIS

Les ordonnanceurs Hadoop sont congus pour une meilleure utilisation des res-
sources et une amélioration des performances. [Suresh et Gopalan, 2014] Les perfor-
mances de l'ordonnanceur ont été affectées par certains problémes et des efforts de
recherche sont encore nécessaires pour améliorer 'efficacité des ordonnanceurs Ha-

doop.
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Certains des principaux défis de recherche sont discutés ici comme Efficacité éner-
gétique, Schéma de Mapping, Equilibrage de charge, Automatisation et configuration,
optimisation de la réorganisation des données, Optimisation des performances, Equité,

Localité des données et Synchronisation.

Efficacité énergétique

La croissance continue de la taille des données dans un data center contenant un
cluster Hadoop pour prendre en charge de nombreux utilisateurs et opérations d'un
grand nombre de données doivent étre effectuées dans ce data center. [Zhai et al,,

2016]

Pour surmonter ces opérations, une grande quantité d’énergie requise dans le centre
de données et augmenter 1’énergie dans le data center augmentera le cotit global. La

minimisation de 1’énergie dans le centre de données est un grand défi pour Hadoop.

Equilibrage de charge

Il y a deux étapes Map et Reduce liés avec I'étape de partition. La partition est

considérée comme le facteur principal pour mesurer les performances.

Par défaut, les données sont également réparties par les algorithmes de partition et
gerent le déséquilibre du systeme en cas de données asymétriques. Parce que seule
la clé est considérée dans le traitement pas la taille des données. Donc, le probléme

d’équilibrage de charge [Dongchul et Yang-Suk, 2015] se produit dans cette situation.

Schéma de mapping

Il est nécessaire d’affecter des ensembles d’entrée au réducteur afin que le réduc-
teur regoive toutes les entrées possibles avant ’exécution pour chaque sortie. Aucune
entrée fixe ne peut étre assignée parce que le réducteur a une capacité limitée d’entrées
dues tandis que la taille d’entrée individuelle peut tres bien conduire a augmenter le
cotit de communication.

De nombreuses solutions ont été développées pour faire face a la restriction de la taille
des entrées, mais 1’optimisation des cofits de communication entre les phases map et
reduce a rarement été observée. Ainsi, un schéma map [PARK et al., 2016] qui pourrait

étre utile pour minimiser les cofits de communication est requis.
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Automatisation et configuration

L’automatisation et la configuration [Shi et al., 2014] aident au déploiement du
cluster Hadoop en définissant tous les parametres. Pour une configuration correcte, le

matériel et la quantité de travail sont connus au moment du déploiement.

Lors de la configuration, une petite erreur peut étre une raison pour I’exécution ineffi-
cace du travail entraine une dégradation des performances. Pour surmonter ces types
de problemes, nous devons développer une nouvelle technique et des algorithmes qui
effectuent le calcul de telle maniére que I'établissement puisse étre effectué de maniere

efficace.

Combinaison de données optimisées

Dans MapReduce, les performances globales du systeme diminuent car 1’entrée /
sortie intensive du disque augmente le temps d’exécution pendant la phase de com-
binaison. [Li et al., 2016] Donc, réduire le temps d’exécution pendant la phase de

combinaison est plus difficile.

Optimisation des performances

Il y a plusieurs facteurs tels que 1'ordonnancement, le temps d’initialisation des
taches et la dégradation de la performance de la surveillance dans divers travaux, mais
ils ne prennent pas en charge les fonctions telles que le chevauchement des phases Ma-

pReduce.

Pour améliorer Map and Reduce, certains aspects nécessitent une optimisation supplé-
mentaire, comme la création d’index, I'exécution rapide de requétes et la réutilisation

des résultats calculés précédemment.

Equité

Equité se référer a I'équité des algorithmes d’ordonnancement sur la répartition
équitable des algorithmes divisant les ressources entre les utilisateurs. Une mesure
équitable des ressources est nécessaire parmi les utilisateurs sans famine. Le cluster
entier est utilisé par map-reduce avec une lourde charge de travail car ce travail 1éger

n’obtient pas le temps de réponse souhaité.

L'équité [Zhigang Wang, 2015] traite de la dépendance et de la localité entre les phases
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Map et Reduce. S’il y a une part égale de travail de mappage et de réduction et que la
distribution des fichiers d’entrée a été effectuée en clusters, la dégradation des perfor-

mances du temps de réponse et du débit doit étre effectuée.

Localité de données

La distance entre le noeud de tache et le noeud d’entrée est appelée localité. Le
taux de transfert de données dépend de la localité. Le temps de transfert de données

sera court si le noeud de calcul est proche du noeud d’entrée.

La plupart du temps, il n’est pas possible d’acquérir la localité de nceud, dans une
telle situation, nous acquérons la localité de rack en effectuant la tiche au méme rack.
Pour prendre en charge les périphériques matériels, un cadre métallique est utilisé,

appelé Rack.

Synchronisation

La synchronisation [Jia et al., 2014] est un facteur de signification dans MapReduce.
Le processus de transfert des données intermédiaires de sortie du processus de map-
page en tant que données d’entrée pour le processus reduce est connu sous le nom de
synchronisation. Tandis que le processus reduce est démarré apres l'achevement du
processus Map, si un processus Map est retardé, les performances de 1'ensemble du

processus vont ralentir.

C’est un probleme commun qui émerge généralement dans un environnement hété-
rogeéne car chaque nceud a une bande passante, un matériel et une infrastructure de

calcul uniques, ce qui conduit a une réduction des performances du cluster Hadoop.

CONCLUSION

Nous avons présenté dans ce chapitre les différents composants d’Hadoop, princi-
palement, HDEFS et le modéle de programmation MapReduce. Nous avons étalé sur les
aspects théoriques pour aborder les approches et techniques pour 1'ordonnancement

des taches dans le chapitre suivant.
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3.2

3.2.1

APPROCHES ET TECHNIQUES POUR

L'ORDONNANCEMENT : ETAT DE L’ART

INTRODUCTION

Dans les environnements a forte intensité en données comme Hadoop, le volume
de données impliquées est énorme. Le transfert de données entre des nceuds de calcul
prend beaucoup de temps en fonction de la taille des données et de la capacité du
réseau entre les nceuds participants. Par conséquent, la plupart des techniques d’or-
donnancement visent a optimiser les transferts de données en exploitant la localité des

données.

L’objectif principal de ce chapitre est de présenter une classification des ordonnan-
ceurs des taches dans l'environnement Hadoop. De plus, il fait une étude comparative

entre divers algorithmes d’ordonnancement de taches.

L’ ORDONNANCEMENT DANS HADOOP :

Définition :
L’ordonnancement est connu pour étre un probléme multidimensionnel car il doit

optimiser un ensemble de métriques sous les contraintes de la nature des travaux

et des ressources limitées [Brucker, 2001] [Lawler et al., 1993]

L’ordonnancement dans MapReduce ne fait pas exception. Un algorithme d’ordonnan-
cement MapReduce doit : (i) planifier un ensemble d’entités telles que les utilisateurs,
les travaux et les taches; (ii) s’adapter aux données, aux ressources et aux caractéris-

tiques de la charge de travail de I'environnement d’exécution; et (iii) satisfaire a un



33

Chapitre 3. Approches et techniques pour 1'ordonnancement : Etat de 1’art

ensemble d’exigences de qualité telles que la localisation optimale des données, temps
de réponse et le respect des délais, l'utilisation optimale des ressources, 1'équité de

'allocation, l'efficacité énergétique globale, etc.

Dans ce chapitre, nous allons étudier les algorithmes d’ordonnancements selon une

classification hiérarchique.

LEs EXIGENCES DE QUALITE D’'ORDONNANCEMENT

Exigences de Qualité

| | | | |
. i . Efficacité Utilisation Securite
ité i it écurité
‘ Equité ‘ ‘ Performance ‘ Disponibilité Energétique des Ressources
| |
| | | |
Utilisation Utilisation
Débit Temps de réponse du résean de la machine

[ [ |
Localité Utikisation Utilisation Utilisation
de Données| du de la Mémaire du Disque

Processeur

FIGURE 3.1 — Classification basée sur les exigences de qualité [Tiwari et al., 2015]

Nous définissons les attributs de qualité les plus communs (primaires ou dérivés)

pris en compte par les algorithmes d’ordonnancement MapReduce.

Equité :

L’équité signifie donner a chaque travail dans le systeme une possibilité égale ou
justifiée d’exécution. Les big data d’entreprise sont de plus en plus utilisés pour effec-
tuer divers travaux d’analyse de données tels que la détermination de la demande, la
détection de la fraude et I’analyse de la performance / disponibilité par différents uti-
lisateurs. Il est fort probable que plusieurs utilisateurs, chacun effectuant une analyse

de données spécifique, soient soumis par les utilisateurs au cluster en méme temps.

Pour garantir 1'équité vis-a-vis des utilisateurs et des taches, les ressources doivent
étre réparties entre elles, soit de maniere égale, soit en fonction de leurs priorités,
de leur taille ou de la rapidité d’exécution requise pour 1'exécution de leurs taches.
Les algorithmes d’ordonnancement sont les seuls moyens d’y parvenir. C’est 'une

des importantes exigences de qualité que plusieurs algorithmes d’ordonnancement de
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MapReduce ont essayé de satisfaire. Dans la plupart des cas, une approche commune
utilisée pour assurer 1’'équité consiste a planifier les taches de telle sorte que tous les

utilisateurs / travaux obtiennent un pourcentage égal de slots.

Débit :

Dans le contexte d'un systéme MapReduce, le débit implique le nombre de tra-
vaux / taches accomplies sur un intervalle de temps donné. Un débit élevé peut étre
atteint en améliorant d’autres mesures de qualité telles que la localisation des don-
nées, 1'efficacité énergétique et 1'utilisation efficace des ressources, parfois, une trop
grande importance accordée a la localisation des données peut en fait réduire le débit

du systéme.

Temps de réponse :

Le temps de réponse signifie qu'un travail MapReduce doit respecter un temps de
réponse convenu d'un travail pour la plupart des exécutions de ce travail. Le nombre
de travaux pour lesquels le temps de réponse ne respecte pas l'accord devrait se situer
dans une limite de tolérance convenue exprimée en pourcentage du nombre total des
travaux soumis. Bien que, traditionnellement, MapReduce soit un systeme de traite-
ment par lots, il est de plus en plus utilisé pour des travaux interactifs comme les
requétes SQL sur de grands ensembles de données. Dans ce contexte, le temps de

réponse devient une exigence clé pour les jobs MapReduce.

Disponibilité :

La disponibilité est définie comme le pourcentage de temps pendant lequel un sys-
teme est opérationnel et répond aux demandes. Il peut également étre défini comme le
délai moyen entre les échecs de réponse aux demandes des utilisateurs. Si un systeme
MapReduce s’exécute sur des machines distribuées, sur une infrastructure de cloud
appartenant a différentes personnes ou utilise du matériel de base, la disponibilité de-
vient une préoccupation importante pour toutes les parties prenantes. L'ordennanceur
MapReduce doit ensuite s’assurer que tous les travaux sont terminés, méme dans des

environnements aussi volatiles.
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Efficacité énergétique :

L’exigence d’efficacité énergétique d"un systeme MapReduce exige que les clusters
consomment le moins d’énergie possible lors de l'exécution d"une charge de travail
donnée, sans affecter les performances. L'augmentation du volume de données et 1"uti-
lisation de serveurs de base dans les clusters MapReduce ont généré des milliers de

neceuds dans les clusters d’entreprise.

De telles clusters consomment d’énormes quantités d’énergie et augmentent le cotit
opérationnel des centres de données. Par conséquent, I'”augmentation de l'efficacité
énergétique des clusters MapReduce a attiré beaucoup d’attention. Les faibles niveaux
d’utilisation des serveurs, dus a la faible charge et a la duplication des données, en-
trainent également une faible efficacité énergétique dans les clusters MapReduce. des
algorithmes d’ordonnancement [Shi et Srivastava, 2010] ont été proposés pour amélio-

rer 'efficacité énergétique de MapReduce;

Localité de données :

Contrairement a d’autres attributs de qualité, il s’agit d’'une exigence de qualité
spéciale pour un systeme MapReduce car 1'un des principes du modéle de program-
mation MapReduce consiste a rapprocher 1'exécution des taches prés des données
pour 'exécution des données locales. Cette exigence exige que l'algorithme d’ordon-
nancement doit s’efforcer d’augmenter les instances des exécutions de processus de

données locales ou de rack.

Différents algorithmes d’ordonnancement utilisent différentes heuristiques et mé-
thodes mathématiques pour ordonnancer différentes entités, telles que le travail, la
tache map ou la tache reduce, afin d’obtenir un nombre élevé de processus exécutés
sur des données locales. L'augmentation des exécutions de taches locales de données
aide également a minimiser la contention du réseau (c’est-a-dire 1"utilisation efficace

des ressources) et entraine un débit plus élevé.

Utilisation des ressources :

L'utilisation efficace des ressources implique la minimisation du temps d’arrét de
I'unité centrale, des E / S et des ressources réseau, ou des états d’inactivité ou de

contention. Dans un environnement partagé étendu, l"utilisation efficace de ressources
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telles que le processeur, la mémoire et les E / S devient essentielle pour assurer la
meilleure utilisation possible des ressources disponibles par le plus grand nombre
possible d’utilisateurs / travaux. Assurer un équilibre global dans 'utilisation des dif-
térents types de ressources a travers le cluster est une partie importante de 1’objectif
d’utilisation des ressources. Sans cet équilibre, le cluster serait faussé dans 1'utilisation
des ressources et, finalement, montrerait un impact négatif sur la performance du tra-

vail.

Par exemple, un travail MapReduce peut nécessiter beaucoup d’'UC et de mémoire,
tandis qu’un autre est plus gourmand en E / S. Si 'ordennanceureur démarre deux
travaux gourmandes en UC et qu’il commence a partager la méme infrastructure phy-
sique, la ressource d’E / S peut rester sous-utilisée alors qu’il y a un conflit pour le
UC. Ce biais dans l'utilisation des ressources augmentera le temps d’achévement des
deux travaux. Si deux travaux différents utilisent le méme jeu de données, se concen-
trer uniquement sur I’amélioration de la localité de données peut entrainer des conflits
pour quelques ressources et peut augmenter 1’asymétrie d’utilisation. Par conséquent,
I'ordennanceur doit trouver le bon équilibre afin que I’'amélioration de la localisation

des données n’introduise pas d’asymétrie dans le cluster.

Sécurité :

La sécurité d'un cluster MapReduce peut étre définie comme ayant un acces hau-
tement controlé aux données, aux nceuds et aux processus s’exécutant sur tous les

neeuds afin d’éviter tout risque d’utilisation abusive et de corruption.

L'ordennanceur MapReduce s’appuie actuellement sur la liste de controle d’acces
(ACL) du systeme Unix sous-jacent pour la sécurité d’acces aux processus. Il utilise
un systéme de fichiers distribué Kerberos pour la sécurité d’acces aux données. Les
jetons de la délégation ont été introduits pour assurer la mise a ’échelle de Kerberos
dans des grands clusters. Cependant, nous n’avons trouvé aucun algorithme d’orden-
nancement congu pour assurer la sécurité des données, des nceuds ou des processus

sur différents nceuds.
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CLASSIFICATION DES ORDONNANCEURS DANS HADOOP

Dans un environnement partagé, 'ordonnanceur sélectionne d’abord un utilisateur
dont le travail doit étre planifié. Un utilisateur peut avoir une application basée sur un
workflow composée de plusieurs taches de graphe directement acyclique (DAG) ou
de nombreux travaux individuels a exécuter. Les taches d'une application basée sur
le workflow sont planifiées en fonction de leur contrainte de précédence. Les travaux
indépendants sont sélectionnés pour I’ordonnancement en fonction des préférences ou
des stratégies de 1'utilisateur. Une fois le travail sélectionné, ses taches Map, Reduce

ou spéculatives sont ordonnancées.

Différents algorithmes décisionnels peuvent étre utilisés a chaque niveau en fonction
de I'objectif a atteindre. Dans [95], une classification hiérarchique de plusieurs niveaux

est proposée. Cette classification est représentée a la figure 3.2.

Entité MapReduce
U tilis|uteu IS
Trm'|uu X
| Map
Tiiches Reduce
{ Speculative

FIGURE 3.2 — Les entités MapReduce hiérarchiques pour étre ordonnancé

1. Niveau de l'utilisateur : L'algorithme d’ordonnancement au niveau de 1'utilisa-
teur sélectionne un utilisateur dans la file d’attente d’utilisateur pour planifier

ses taches dans le cluster.

2. Niveau du travail : L'algorithme d’ordonnancement au niveau du travail sélec-
tionne un travail dans la file d’attente pour planifier ses taches. Un cluster peut
avoir une seule file d’attente de travail, dans laquelle les travaux de tous les uti-
lisateurs sont soumis, ou plusieurs files d’attente de travaux, chacune contenant

des travaux d’utilisateurs différents.

3. Niveau tache : Le troisieme niveau de I’ordonnancement hiérarchique implique

la sélection d’une tache, de l'utilisateur sélectionné et du travail pour l'affectation
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sur le nceud disponible. Le modéle de programmation MapReduce crée deux

types de taches Map et Reduce qui doivent étre 1'ordonnancer dans les slots

respectifs. Un autre type de tache créé au cours de I'exécution de MapReduce

est la tache spéculative pour gérer les tdches map / reduce retardataires. Ceux-

ci sont ordennancer dans Map et Reduce, en fonction du type de taches qu’ils

dupliquent.

(a)

(b)

()

Niveau de la tiche Map : Les tdches map exécutent la premiere phase
du programme MapReduce en analysant 'ensemble de données d’entrée.
Un ensemble de taches map, chacune traitant un bloc de données, est pro-
grammé pour s’exécuter simultanément sur un ensemble de noeuds dispo-
nibles. L'algorithme d’ordonnancement doit optimiser plusieurs attributs de
qualité associés aux travaux MapReduce et au cluster lors de 1'ordonnance-
ment de ces tdches map. Pour cette raison, un grand nombre d’algorithmes
d’ordonnancement ont été proposés pour améliorer I’ordonnancement des

taches map.

Niveau de la tiche Reduce : Une fois qu'une tdche Map d’un travail est ter-
minée, MapReduce commence I'ordonnancement les taches reduce afin que
I'exécution des taches mapet le réarrangement des données intermédiaires
puissent s’exécuter en parallele et que le travail nécessite moins de temps
d’exécution. Ceci est connu comme "early-shuffle". MapReduce sélectionne
aléatoirement une tache reduce du travail sélectionné pour le slot reduce

disponible.

Niveau de tache spéculatif : Dans Hadoop, les taches spéculatives sont
identifiées en fonction d’une métrique appelée Score de progression des
différentes taches d’un travail. Cette métrique est calculée a la fois au niveau

de la tache map et au niveau de la tache reduce.

Pour une tache map, cette mesure indique la fraction de I’entrée lue jusqu’a
présent. Pour une tache reduce, d’abord son exécution est divisée en trois
phases logiques, puis la métrique est calculée pour chaque phase, et fina-
lement, les valeurs de phase sont additionnées pour obtenir le score global
pour toute la tache reduce. Pour marquer une tache map ou reduce comme
trainard, Hadoop considere un seuil basé sur la valeur moyenne du score

de progression et le temps passé par la tache en cours d’exécution. Lorsque
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ces conditions sont remplies, Hadoop marque la tache en tant que trainard.
Si une tache devient un trainard, une copie de la tache est "exécutée de ma-
niére spéculative" dans le but d’améliorer la fiabilité et le temps de réponse.
Dans Hadoop, 1’'exécution spéculative est basée sur plusieurs hypotheses :
le cluster est homogene, toutes les tiches progressent au méme rythme
et toutes les taches reduce traitent la méme quantité de données . Cepen-
dant, ces hypothéses ne sont pas toujours vraies car le cluster peut étre
hétérogene, le taux de progression de différentes taches peut étre différent
(certaines peuvent étre locales, d’autres distants, d’autres plus intensives) et
différentes taches reduce peuvent traiter différentes quantités de données
en fonction des clés intermédiaires et de leurs volumes de données. Ensuite,
I'ordonnancement de taches spéculatives a la possibilité d’augmenter le
temps d’achevement de tous les travaux, entrainant ainsi un gaspillage de
ressources.Pour que les exécutions de taches spéculatives soient efficaces,
l'ordonnanceur doit considérer les aspects suivants : identifier une tache
trainard le plus tot possible afin que sa tache spéculative soit planifiée
rapidement, reconnaitre la concurrence pour les ressources (réseau, CPU
et autres) causées par la spéculation (rien que de dupliquer) des taches, et

identifier les nceuds.

Pour que les exécutions de taches spéculatives soient efficaces, I’ordonnan-
ceur doit considérer les aspects suivants : identifier une tache trainard le
plus tot possible afin que sa tache spéculative soit planifiée rapidement,
reconnaitre la concurrence pour les ressources (réseau, CPU et autres)
causées par la spéculation (rien que de dupliquer) des taches, et identifier
les nceudsabord son exécution est divisée en trois phases logiques, puis
la métrique est calculée pour chaque phase, et finalement, les valeurs de
phase sont additionnées pour obtenir le score global pour toute la tache
reduce. Pour marquer une tache map ou reduce comme trainard, Hadoop
considére un seuil basé sur la valeur moyenne du score de progression et le
temps passé par la tache en cours d’exécution. Lorsque ces conditions sont
remplies, Hadoop marque la tache en tant que trainard. Si une tache devient
un trainard, une copie de la tiche est "exécutée de maniere spéculative”

dans le but d’améliorer la fiabilité et le temps de réponse.
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Dans Hadoop, 1’'exécution spéculative est basée sur plusieurs hypothéses :
le cluster est homogene, toutes les taches progressent au méme rythme et
toutes les taches reduce traitent la méme quantité de données [Zaharia et al.,
2008]. Cependant, ces hypotheéses ne sont pas toujours vraies car le cluster
peut étre hétérogene, le taux de progression de différentes taches peut étre
différent (certaines peuvent étre locales, d’autres distants, d’autres plus
intensives) et différentes taches reduce peuvent traiter différentes quantités
de données en fonction des clés intermédiaires et de leurs volumes de
données. Ensuite, I'ordonnancement de taches spéculatives a la possibilité
d’augmenter le temps d’achevement de tous les travaux, entrainant ainsi un

gaspillage de ressources.

Pour que les exécutions de taches spéculatives soient efficaces, I’ordonnan-
ceur doit considérer les aspects suivants : identifier une tache trainard le
plus tot possible afin que sa tache spéculative soit planifiée rapidement,
reconnaitre la concurrence pour les ressources (réseau, CPU et autres) cau-
sées par la spéculation (rien que de dupliquer) des taches, et identifier les

noeuds.

Dans ce qui suit, nous allons étudier les travaux liés aux algorithmes d’ordonnan-

cement qui exploitent la localité de données.

Ordonnancement des travaux
Classification des ordonnanceurs utilisés dans le Big Data

Les ordonnanceurs des travaux [Jiong Xie, 2013] [Suresh et Gopalan, 2014] peuvons
étre classés en termes d’aspect : environnement, priorité, ressources (temps CPU, slot
libre, espace disque, utilisation des E / S), temps et stratégies. L'idée principale der-
riere I’'ordonnancement est de minimiser les frais généraux, les ressources, le temps
de réalisation et d’optimiser le débit en allouant les travaux aux nceuds. Dans cette
section, la classification des ordonnanceurs se fait en fonction des stratégies d’ordon-

nancement, du temps et des ressources [Usama et al., 2017].

Nous allons maintenant voir les différents ordonnanceurs de travaux présents dans

Hadoop :
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Les ordonnanceurs
Hadoop
| | ) [ J L
Statique Dynamique Basé sur la disponibilité Base sur
FIFO Contraintes de délai des ressources le temps
Fair Conscient des ressources Delay Delay
Delay Conscient des ressources Contraintes de délai
Capacity Matchmaking

MMatchmaking

F1IGURE 3.3 — Classification des ordonnanceurs des travaux hadoop [Usama et al., 2017]

1. Les ordonnanceurs statiques : Les stratégies d’ordonnancement statiques al-
louent un travail au noeud avant que l'exécution du programme ne commence.
Le nceud de traitement et le temps d’exécution du travail ne sont connus qu’au
moment de la compilation. L’objectif principal de ce type d’ordonnanceurs est
de minimiser le temps de traitement global des travaux en cours d’exécution. La
stratégie FIFO (First In First Out), Delay, Capacity, LATE (Temps d’approxima-

tion le plus long pour finir) et Matchmaking.

2. Les ordonnanceurs dynamiques : Les stratégies d’ordonnancement dynamique
[Shao et al., 2016] allouent le travail au noeud au moment de l'exécution. Les
ordonnanceurs ont peu de connaissance sur la ressource avant l'exécution,
mais I'environnement dans lequel le travail s’exécutera est totalement inconnu.
Lorsque le travail commence l’exécution dans un environnement dynamique,
les décisions sont prises et appliquées au noeud. Resource Aware et Deadline

Constrain font partie de la catégorie des ordonnanceurs dynamiques.

3. Les ordonnanceurs Basés sur la disponibilité des ressources : Fondamentale-
ment, cette stratégie d’ordonnancement est basée sur les besoins en ressources
du travail. Sous cette stratégie, 1'utilisation des ressources (comme les E / S,
l"utilisation de la mémoire, le stockage sur disque et le temps CPU) et les per-
formances du travail sont améliorées. L'ordonnanceur Delay, 1'ordonnanceur

matchmaking et les ordonnanceurs Conscient des ressources sont basés sur la
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disponibilité des ressources.

4. Les ordonnanceurs basés sur le temps : Cette stratégie d’ordonnancement est
basée sur le temps, ici I'achévement du travail dépend du délai fourni par 1"uti-
lisateur. Dans cette stratégie d’ordonnancement, il y a un délai dans lequel le
travail doit se terminé. Deux stratégies d’ordonnancement, Contrainte Delai et

Delay, sont utilisées lorsque nous affectons un travail en fonction du temps.

Description des ordonnanceurs utilisés dans hadoop

1. Premier arrivé Premier sorti (FIFO) La stratégie d’ordonnancement FIFO [Yoo et
Sim, 2011] est la stratégie par défaut utilisée dans Hadoop. Elle donne préférence
au premier venu des travaux. Lorsque de nouveaux travaux arrivent Job Tracker
tire le premier travail en premier de la file d’attente. [Divya S, 2015] Ici, peu
importe la taille du travail ou n'importe quelle priorité, seuls les travaux suivants
sont autorisés dans la file d’attente et les travaux en attente attendent jusqu’a
ce que le premier travail soit exécuté. La stratégie d’ordonnancement FIFO est

utilisée lorsque l'ordre d’exécution des travaux n’a pas d’importance.

Avantages

— La technique d’ordonnancement FIFO est simple et efficace parmi tous les
ordonnanceurs.

— Les travaux sont exécutés dans le méme ordre que celui dans lequel elles ont

été soumises.

Inconvénient

— L’inconvénient majeur de 'ordonnancement FIFO est qu’elle n’est pas pré-
emptive. Pour cette raison, il ne convient pas pour les travaux interactifs.

— Un autre inconvénient est qu'un long processus retardera tous les travaux
derriére lui.

— L’'ordonnancement FIFO ne prend pas en compte 'équilibre de l'allocation
des ressources entre les longs travaux et les courts travaux.

— 11 réduit la localité de données et la famine des travaux.
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2. L'ordonnanceur équitable (Fair) Facebook a développé I'ordonnanceur équitable
[Yoo et Sim, 2011], I'idée principale derriére I'ordonnanceur équitable est d’al-
louer un partage égal des ressources a chaque travail. Il crée des groupes de
travail basés sur des attributs configurables tels que le nom d’utilisateur, appe-
lés pools. il effectue 1'équité dans le partage des ressources entre les pools. Les
pools contrdlent également les propriétés configurables du travail et les proprié-

tés configurables déterminent les pools dans lesquels le travail est placé.

Chaque utilisateur a ses propres pools avec une part de partage minimum pour
chacun. Une petite quantité de slot obtient toujours par un pool. Par défaut,
il existe une allocation équitable des ressources entre les pools avec I'emplace-
ment de tiche MapReduce. Si un groupe est libre, c’est-a-dire qu’il n’utilise pas
ses emplacements, alors ses emplacements inactifs seront utilisés par un autre
groupe. Si le méme utilisateur ou le méme pool envoie trop de travaux que l'or-
donnanceur juste peut limiter ces travaux en marquant des travaux comme non
exécutables. Si un seul travail est en cours d’exécution, il peut utiliser le cluster

entier.

Avantages

— L'ordonnanceur effectue une réallocation de ressources équitable et dyna-
mique.

— Permettre une réponse rapide aux petits travaux parmi les grands travaux.

Inconvénients

— L’ordonnanceur a des configurations plus compliquées.

— Il ne prend pas en compte le poids de chaque travail, ce qui conduit a des
performances déséquilibrées dans chaque pool / nceud.

— Les pools ont une limitation sur le nombre de travaux en cours d’exécution.

3. lordonnanceur Capacité A I'origine, Yahoo a développé I’ordonnanceur Capa-
cité [Gautam et al., 2015] [Yoo et Sim, 2011]. L'objectif principal de cet ordon-
nanceur est de maximiser 'utilisation des ressources et du débit dans un envi-
ronnement de cluster. Cet algorithme d’ordonnancement [Dong et al., 2016] peut
assurer une gestion équitable des ressources de calcul parmi un grand nombre
d’utilisateurs. Il utilise des files d’attente au lieu de pools contrairement a I'or-

donnanceur équitable et chaque file d’attente sera affectée a une organisation
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apres que les ressources se soient réparties entre ces files d’attente.

Afin de controdler les files d’attente, un mécanisme de sécurité est créé pour ga-
rantir que chaque organisation puisse accéder a seulement une seule de ses files
d’attente. Cet ordonnanceur offre une garantie de capacité minimale en limitant
I'exécution des taches et des travaux a partir d’une seule file d’attente. Lorsque
de nouveaux travaux arrivent en file d’attente, les ressources sont réaffectées a
la file d’attente précédente apres I’achevement des taches en cours d’exécution.
L’ordonnanceur Capacité permet 'ordonnancement des travaux en fonction de

la priorité dans la file d’attente de I'organisation.

Avantages

— La stratégie d’ordonnancement Capacité maximise l'utilisation des ressources
et le débit dans 'environnement du cluster.

— Il garantit la réutilisation des travaux inutilisés dans les files d’attente.

— II prend également en charge les fonctionnalités de files d’attente hiérar-
chiques, l'élasticité et I’opérabilité.

— Il peut allouer et controler la mémoire en fonction des ressources matérielles
disponibles.

Inconvénients

— L'ordonnanceur Capacité est le plus complexe parmi les trois ordonnanceurs
expliqués ci-dessus.

— 1l est difficile de bien choisir les files d’attente adéquates.

— Il a certaines limitations sur les travaux en attente pour assurer la stabilité et

I'équité du cluster a partir d'une file d’attente et d’un utilisateur unique.

I'ordonnanceur Delay : L'ordonnancement équitable [Xie et al., 2017] [Dai et
Bensaou, 2016] a été congue pour un partage équitable de la capacité entre tous
les utilisateurs, mais il y a deux problemes : les slots collantes et 1’'ordonnance-
ment de I'téte de liste se pose a un moment de partage équitable. Pour surmonter
ces retardateurs a deux problémes, le planificateur est développé. Cet ordonnan-
cement [Xie et al., 2017] est introduit en appliquant des modifications a MapRe-
duce avec la localité de données pour obtenir de meilleures performances et le

temps de réponse le plus bas pour la tache Map.

Facebook utilise la méme approche pour obtenir la localité dans le cluster Ha-
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doop par l'approche d’attente. Selon cette stratégie, si les données ne sont pas
disponibles pour la tache, le task tracker attendra une durée fixe. L'ordonnanceur
vérifie la taille du travail s’il y a une demande d’allocation de taches a partir du
neceud local. L’'ordonnanceur ignorera le travail trop court et recherchera le travail
suivant disponible a exécuter. Si le processus de saut de travail continue pendant
longtemps, il crée une tache non locale pour éviter la famine. L'ordonnanceur
Delay trie les problemes de localisation qui surviennent & un moment de partage

équitable, comme les slots collantes et I'ordonnancement de I'entéte de liste.

Avantages

— Simple.

— Il n’a pas de surcharge pour les calculs complexes.

— Il résout également le probleme de localité.

Inconvénients

— La technique d’ordonnancement Delay n’est pas efficace lorsque la majeure
partie des taches est beaucoup plus qu'un travail moyen.

— Il y a des slots limités par noeud.

. L'ordonnanceur Matchmaking : L'ordonnancement Matchmaking [Gautam
et al., 2015] se concentre sur 'amélioration de la localisation des données des
taches map. Il donne une chance égale a chaque nceud esclave de saisir des
taches locales avant d’assigner a un nceud esclave des taches non locales. Une
tache est appelée tache locale qui s’exécute sur un noeud ou ses données sont

disponibles.

Cet ordonnanceur essaie de rechercher des correspondances comme un nceud
esclave contient des données d’entrée, pour chaque tdche map qui ne sont pas
affectées. Chaque nceud est marqué par un marqueur de localité pour confir-
mer que chaque nceud procure une chance égale de saisir des taches locales.
Cet ordonnancement correspond au temps de réponse le plus bas mais a la plus
grande localité de données pour les tiches map. Son ordonnancement des tra-
vaux strict et modéré pour I'exécution des travaux contrairement a la politique

d’ordonnancement FIFO.

Avantages
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— Dans la technique de planification de matchmaking, la localité de données la
plus élevée est atteinte.

— Il fournit également une utilisation élevée du cluster.

. L'ordonnanceur LATE (Longest Approximate Time to End) L'objectif principal
de LATE [Gautam et al., 2015] est d’optimiser les performances des travaux et
de minimiser le temps de réponse des travaux. Lorsque les petits travaux sont
en cours d’execution, le temps de réponse est important. Cependant, les longs
travaux sont tres lents a cause de nombreux problemes tels que le grand nombre
de processus lent en arriere-plan, la charge CPU, I'indisponibilité des ressources,

etc.

Le travail de I'ordonnanceur LATE est de trouver le processus qui s’exécute avec

une vitesse lente dans un cluster et de créer un processus équivalent en arriere-

plan en tant que sauvegarde, de tels types de processus sont appelés exécution

spéculative de taches. Cet ordonnanceur est tres robuste pour I'hétérogénéité

mais il ne fournit pas de garantie de fiabilité. Par défaut, 'ordonnanceur prend

en charge les clusters homogenes.

Avantages

— L’ordonnanceur LATE optimise les performances des travaux et minimise le
temps de réponse du travail autant que possible.

— 1l est trés robuste dans le sens de I'hétérogénéité.

Inconvénients

— L'ordonnanceur LATE ne garantit pas la fiabilité.

— Cette technique d’ordonnancement ne fournit pas les garanties de fiabilité.

. L'ordonnanceur conscient des ressources L'ordonnanceur [Cheng et al., 2015]
[Yang et al., 2016] est utilisé pour minimiser 1'utilisation des ressources. Alors
que dans d’autres ordonnanceurs comme 1’ordonnanceur équitable, FIFO, Capa-
cité, il est nécessaire que 1'administrateur affecte d’abord des travaux a une file
d’attente, puis s’assure que les ressources sont partagées manuellement. Dans cet
ordonnancement [Shyam Deshmukh, 2013], diverses ressources telles que 1'utili-
sation du réseau, 1'utilisation de la mémoire, 1'utilisation du processeur, 1'utilisa-

tion des E / S et l'utilisation des disques ont été partagées plus efficacement.
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Aujourd’hui, cette technique apparait comme un défi de recherche dans le cloud
computing. Dans ce plan, I'ordonnancement est accomplie par deux nceuds nom-
més nceud maitre et nceud de travail, également appelés Job Tracker et Task Tra-
cker, respectivement. Job Tracker gere la liste des taches allouées a chaque Task
Tracker, les états des Task Trackers dans le cluster et la file d’attente des taches
en cours tandis que Task Tracker est responsable de I'exécution de chaque tache
configurée avec le nombre maximum de slots disponibles. Deux métriques de
ressources "filtrage de slot libre" et "publication de slot libre dynamique" sont uti-
lisées dans cet ordonnanceur. L'ordonnanceur calcule les slots dynamiquement a
I'aide de la publication de slot libre dynamique acquise a partir de chaque nceud
au lieu d’'un nombre fixe d’emplacements de calcul configurés avec chaque nceud
Task Tracker. La publicité des emplacements libres dynamiques utilisait ces em-
placements libres dynamiquement selon la demande. Le nombre maximal de

slots est fixé par nceud en fonction de la disponibilité des ressources.

Avantages

— L'ordonnanceur conscient des ressources aide dans les performances de la
gestion des travaux.

— Cet ordonnanceur a également une meilleure utilisation des ressources dans
le cluster. [Cheng et al., 2015]

Inconvénients

— L’ordonnanceur fournir un soutien insuffisant dans la préemption des taches
reduce.

— Dans cette technique d’ordonnancement, il existe un besoin de capacités

supplémentaires pour gérer les goulots d’étranglement du réseau.

. L'ordonnanceur de contraintes de délai Dans cette stratégie [Cheng et al., 2015]
[Dai et Bensaou, 2016], I'utilisateur spécifie les contraintes de délai au moment
de l'ordonnancement des travaux, s’assure que les travaux ordonnancés pour
I'exécution respectent les délais. Il se concentre sur les problemes de délais et
augmente 1'utilisation du systéme. Son traitement de 1'exigence de délai par un
modele de cotit de I’exécution du travail qui tient compte des parametres tels que
la taille des données d’entrée, la distribution des données, le temps d’exécution

de map et reduce, etc.
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Avantages

— L'ordonnanceur de délai met davantage 1’accent sur 1'optimisation de 1'im-
plémentation de Hadoop.

— Cette technique d’ordonnancement augmente également 1'utilisation du sys-
teme.

Inconvénients

— Il y a une restriction sur les noeuds ce qui entraine des cofits.

— Quelques restrictions ou problémes de délai qui sont spécifiés par 1'utilisa-

teur avec des travaux.

[Wang et al.,, 2013] Utilisent les informations sur la tache currente et 1’état du
systeme pour effectuer des simulations en ligne en méme temps dans Hadoop et pré-
dire avec précision les événements futurs, par exemple quand un travail est terminé
ou quand les nceuds de données locaux seront disponibles. Ces prédictions peuvent

ensuite étre utilisées pour prendre des décisions d’ordonnancement plus efficaces.

Le framework se compose de deux éléments : (i) un prédicteur de tache qui prédit
les temps d’exécution des travaux en fonction de données historiques du méme type
que les taches; et (ii) un simulateur de travaux qui instancie I'ordonnanceur réel dans
un environnement simulé et prédit les décisions d’ordonnancements attendues pour
toutes les taches. Cette méthode a deux limitations. Premierement, il ne peut prédire
I'heure d’exécution que pour les travaux soumis au démarrage de la simulation.
Deuxiemement, la prédiction du temps d’exécution peut ne pas étre trés précise car
elle utilise un modele de régression linéaire simple basé uniquement sur la taille des
données d’entrée. Dans notre méthode [Merabet et al., 2018], nous utilisons un modele

plus complexe pour la prédiction.

[Liu et al., 2015] introduisent une nouvelle technique basée sur I'ordonnancement
de priorité dynamique et un modele de prédiction en temps réel. L'ordonnancement
de priorité dynamique utilise un algorithme de localisation de données avec un cofit
minimal avec un poids pour des travaux de taille différente et un modéle de prédic-
tion en temps réel qui peut prédire l'utilisation de ressources de taches non exécutées
en calculant des taches en cours. L'utilisation des ressources contient le processeur,

la mémoire et le réseau. Cette technique corrompt 'équilibrage de charge entre les
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neeuds et induit une dégradation des performances.

[Lee et al., 2016] proposent hybrid job-driven scheduling scheme (JoSS). Il fournit
un ordonnancement au niveau travaux, niveau taches map et niveau taches reduce.
L’objectif est d’améliorer la localisation des données pour les tiches map et les taches
reduce, d’éviter la famine des travaux et d’améliorer les performances d’exécution des

taches.

3.4.2 Ordonnancement des taches
Niveau de tiche Map

L’ordonnanceur de taches fourni par défaut avec Hadoop prend en compte la loca-
lité de données en introduisant une hiérarchie de localités, a savoir la localité de noeud,
la localité de rack et les nceuds non locaux, il sélectionne de facon aléatoire une tache
locale (parmi toutes les taches locales disponibles) ou une tache non locale lorsquun
neceud est disponible. Des travaux de recherche ont trouvé [Ibrahim et al., 2012] [Zhang
et al., 2011] qu’un tel arrangement conduit a un grand nombre d’exécutions de taches

non locales par 1’ordonnanceur.

Une variation de l'algorithme Delay [Zaharia et al., 2010] appelé Random Peeking
Scheduling [Tan et al., 2012] a été proposée; pour ordonnancer les taches map afin
d’améliorer la localité de données, elle retarde 'exécution d"une tache map en fonction
de certaines conditions du contexte pour améliorer la localisation des données. En par-
ticulier, pour retarder un travail, 1’algorithme considére (i) le pourcentage de nceuds
qui ont des données locales pour ce travail, (ii) le nombre de taches map restantes de
ce travail, et (iii) le nombre total de slots map disponibles. Si de nombreux nceuds ont
des données locales et qu'un grand nombre de slots sont disponibles, I'exécution des
taches map est retardée. Cependant, si les tiches map non traitées dun travail sont
plus nombreuses que les slots map disponibles, alors sa taiche map n’est pas retardée
et elle est affecter a un noeud non local. Se référer a [Ibrahim et al., 2012], qui met en
évidence diverses conséquences de la sélection de taches locales aléatoires non sen-

sibles a I'environnement sur la localité de données globale d"un systéme.

Pour réduire les exécutions de taches non locales, [Zhang et al., 2011] proposent un

algorithme Next-K Scheduling (NKS) prospectif. Cet algorithme ignore I’ordonnance-
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ment des taches qui n’ont pas de données locales sur le nceud actuellement disponible
mais qui ont des données locales sur 1'un des nceuds k a venir. Les probabilités d’exé-
cution de chaque tache en attente sur un nceud disponible sont calculées en fonction
du niveau de localité de données sur le nceud actuellement disponible, du niveau de
localité de données sur les k prochains nceuds prédits et de 'ordre de traversée des
k nceuds suivants. Les trois niveaux de localité de données (nceud, rack et hors rack)
sont pris en compte lors du calcul de cette probabilité. Ensuite, la tache avec la pro-
babilité la plus élevée est affectée sur un nceud disponible alors que d’autres taches
avec des probabilités faibles sont réservées pour une exécution locale de données ul-

térieure.

[Bu et al., 2013] présentent une stratégie d’ordonnancement des taches basée sur la
localisation des données pour un cluster MapReduce virtuel. Il comprend une poli-
tique d’ordonnancement prenant en compte les interférences, basée sur un modele
de prédiction de performance de tache, et un algorithme d’ordonnancement de délai
adaptatif pour 'amélioration de la localisation des données. Les résultats expérimen-
taux montrent qu’il peut améliorer considérablement le débit du systeme par rapport

aux autres ordonnanceurs.

[Weina et Lei, 2016] proposent Joint Scheduler, un algorithme d’ordonnancement /
routage qui traite le probleme de la localité de données pour 1'ordonnancement des
taches en acheminant les données a ’avance via le réseau de communication dans un
cluster MapReduce. Les résultats de la simulation montrent que Joint Scheduler amé-

liore le débit et le délai par rapport a I'ordonnanceur Fair avec 1'ordonnanceur delay.

[Sun et al., 2014], [Sun et al., 2016] étudient le probléme du délai d’acces aux données
causé par l'affectation de certaines tdches map sur des nceuds sans données d’entrée.
IIs construisent HPSO (High Performance Scheduling Optimizer), un ordonnanceur
de taches basé sur un service de préchargement pour améliorer la localisation des
données. L'idée de base est de prédire les nceuds les plus appropriés auxquels les fu-
tures taches map doivent étre assignées et de précharge les données d’entrée dans la
mémoire sans retard au démarrage de nouvelles taches. Les résultats expérimentaux
montrent que la méthode réduit le temps s’execution ses tdches map qui provoquant
des retards de données et améliore les performances. Cependant, 1'inconvénient de
HPSO est la précision de préchargement qui affecte les performances, car ils prédisent

le temps d’exécution en calculant le temps restant des taches map exécutées sur les
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neeuds.

[Benifa et Dejey, 2017] présentent une stratégie d’ordonnancement nommée Efficient
Locality and Replica Aware Scheduling (ELRAS) intégré a autonomous replication scheme
(ARS) est proposé pour améliorer la localité de données et fonctionne de maniére co-
hérente dans l'environnement hétérogene. Les résultats expérimentaux montrent qu’il
peut améliorer le débit d’un facteur d’environ 2 par rapport au FIFO existant et qu'il
fournit également une localisation de données proche de I'optimum, réduit le temps

d’exécution et l'utilisation efficace des ressources.

Manifestement, les méthodes d’ordonnancement mentionnées ci-dessus sauf [Sun
et al., 2016] présentent I'inconvénient commun, qui ne tiennent pas compte de I'impact

du délai de transfert de données sur le cotit du temps d’exécution de la phase map.

Dans [Merabet et al., 2018] nous proposons un ordonnanceur prédictive de tdiches map
qui affecte les taches map les plus appropriées aux nceuds a I’avance. Pour a cela, un
modele de régression linéaire a été utilisé pour la prédiction et un algorithme basé sur
la localisation des données pour l'ordonnancement des taches. Les résultats expéri-
mentaux montrent que la méthode peut grandement améliorer a la fois la localisation

des données et le temps d’exécution des taches map.

Niveau de tiche Reduce

La tache reduce implique la collecte de données a partir des nceuds map. Ainsi
certains probléemes de congestion du réseau et de performances peuvent survenir a
cause d'un ordonnancement aléatoire des taches reduce par le Job tracker d"Hadoop.
Si le nceud fournissant une entrée a une tache reduce donnée qui n’est pas a proximité,
alors un réarrangement de données important est nécessaire pour obtenir des données
vers le nceud reduce, ce qui entraine un trafic réseau élevé. Un autre probleme est celui
de l'asymétrie de partitionnement due a une distribution déséquilibrée des clés inter-
médiaires entre les nceuds, ce qui entraine un volume élevé de données pour certaines
taches reduce. Ces deux facteurs peuvent avoir un impact sur les performances de

I'application.

Pour résoudre ces problemes, [Hammoud et al., 2012] proposent Center-of-Gravity Re-
duce Scheduler (CoGRS), un ordonnanceur de taches reduce qui prend en compte la
localité de données et I'asymétrie. CoGRS affecte chaque tache Reduce a son nceud de

centre de gravité. Des expériences avec CoGRS montrent que cet algorithme minimise
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le trafic réseau de maniere significative en augmentant les données locales de nceud.
Cependant, il ne prend pas en compte la congestion du réseau et 1'utilisation des slots
dans les clusters dans lesquels trop de travaux s’exécutent simultanément et la conges-

tion du réseau est inévitable.

Le Wait scheduler est une partie de 'algorithme d’ordonnancement du couplage [Tan
et al., 2012], utilise le délai pour éviter I'asymétrie de données pour les taches reduce
et améliorer la localisation des données. Une fois que le couplage des taches reduce
avec les taches map est effectué pour éviter la privation de ressources et qu'une tache
reduce est sélectionnée, il est attendu jusqu’a ce qu'un noeud central aux données in-

termédiaires générées par les taches map soit disponible.

[Arslan et al., 2014] proposent l'algorithme LONARS qui permet ’'ordonnancement
des taches reduce pour améliorer a la fois la localisation des données et le trafic réseau
des applications de données intensives. L'algorithme aide a choisir le task tracker op-
timal pour toutes les taches en attente. Un signal de présence est envoyé par tous les
task trackers lorsqu'un travail est prét a ordonnancer la tache reduce. Une fonction de
cotit est définie pour déterminer le cotit de donner une tache reduce a chaque task tra-
cker. Les task trackers sont divisés en groupes pour chaque tache reduce en fonction
de la fonction de cofit en utilisant le groupement K-MEANS. Un task tracker avec une
fonction de cofit inférieur est le meilleur candidat pour la tache reduce. L'algorithme

LONARS tente de réduire le trafic réseau par rapport a [Hammoud et al., 2012].

COMPARAISON DES APPROCHES D'ORDONNANCEMENT

Dans le but de comparer les approches d’ordonnancement basées sur la localité

des données, nous allons proposer les criteres d’évaluations suivantes :

— Technique d’ordonnancement : Différentes techniques d’ordonnancement
peuvent étre utilisées pour affecter les taches aux noeuds de calcul telles que le
calcule d"une fonction de cofit, utilisation d'un modele de prédiction ou d’autres
techniques.

— Obijectifs d’optimisation : Dans un ordonnancement on cherche généralement
a optimiser un ou plusieurs objectifs (ou attributs de qualité) cités dans la sec-

tion 2.
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— Entités d’ordonnancement : L'ordonnancement peut se faire au niveau tra-

vail(job) ou au niveau taches map ou au niveau reduce.

— Méthode de prédiction : la prédiction peut suivre un modele de cofit ou un

modéle de d’apprentissage (régression linéaire, réseau de neurones ou régres-

sion de vecteur de support (SVR)).

— Environnement : Un cluster peut étre soit composé de machines de configura-

tion identiques (homogenes) ou différentes (hétérogenes).

Les La
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[%alllarzlal | %rﬁo‘nnancement avec | jonnées et Job holrlno e
et al, 2010 clat équité &
prédicteur statistique f,eg/re_ssmn
[Wang basée sur l'historique | Localité de meatre sul | Clyster
. j Job la taille des X
etal, 2013] | et un Simulateur en | données B homogene
. données
ligne des travaux
Modele de
lgorithme Localité d " G &
. a gor1/ me oca} € de || it de colit basé
[Liu et al., | données avec colt mi- ) sur CPU, | Cluster
. A données et | Map . S
2015] nimum et un modele | | . mémoire et | homogene
1 equité )
de prédiction réseau
Localité de
[Hammoud Calcul de Centre de fio?negs et Cluster
tal ou] gravité et le Distance anc NAIsON 1 Reduce homooene
et aly 20121 | Reéseau total pondéré le  parti- 8
tionnement
Localité de
[Arslan Fonction d At ?onnfges et Reduce Cluster
et al., 2014] onchion de cou e, trafic homogene
réseau
Calcule Le
temps res-
technique de tant  basé
[Sun et al., | pré-chargement Localité de Ma sur la Cluster
2016] de données et une données p lecture des| homogene
fonction de prédiction données
d’entrée.




Chapitre 3. Approches et techniques pour 1'ordonnancement : Etat de 1’art

|

Les La
Criteres La Technique objectifs es entités | méthode Environnem
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cluster en
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données et
le nombre
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TABLE 3.1 — Comparaison des approches d’ordonnancement.

CONCLUSION

La localisation des données est vivement souhaitable pour les travaux qui traitent

un volume de données important, car cela minimise le transfert de données sur le ré-

seau, ce qui améliore le temps de réponse.

Dans ce chapitre, nous avons présenté une classification des ordonnanceurs des taches

dans l'environnement Hadoop qui exploitent la localisation des données pour amélio-

rer le temps d’exécution total des travaux. Ensuite, nous avons comparé les principales

approches qui ont été proposées dans cet axe de recherche.
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4.2

UN ORDONNANCEUR PREDICTIVE DE
TACHES MAP BASE SUR L'OPTIMISATION DE

LA LOCALITE DE DONNEES.

INTRODUCTION

Hadoop émerge comme un Framework important pour traiter avec des pro-
grammes paralleles a grande échelle de données. L’amélioration de la localisation des
données est un moyen efficace d’accélérer ces programmes paralleles. Cependant, nous
ne pouvons pas charger toutes les données en mémoire en raison de la limitation de

la capacité de celle-ci.

Le pré-chargement est un mécanisme intéressant pour une telle situation, qui peut
masquer la latence d’acces aux données en chevauchant simultanément le transfert de
données et leur traitement. Cependant, le probleme est de déterminer comment nous

pouvons savoir exactement quelles données doivent étre pré-chargées en mémoire.

Dans ce chapitre, nous proposons une approche d’ordonnancement prédictif qui pré-
charge les données d’entrée des taches map sur les nceuds avant le démarrage du
traitement. Nous utilisons un modele de réseau de neurones pour la prédiction et un

algorithme basé sur la localité des données pour I’'ordonnancement des taches.

CONCEPTS CLES DU SYSTEME

Ordonnancement de taches

Il y un probléeme d’ordonnancement quand un ensemble de travaux est a réaliser,

que cette réalisation est décomposable en taches, que le probleme consiste a définir
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la localisation temporelle des taches et/ou la maniere de leur affecter les moyens né-
cessaires. Autrement dit, il s’agit d’allouer des ressources aux activités et d’affecter a
chaque opération une date de démarrage. La problématique de 1'ordonnancement de
taches fait partie des probléemes appelés « optimisation sous contraintes » (en anglais :

CSP, Constraint Satisfaction Problem).

On distingue trois catégories de problemes d’ordonnancement [ilo, 1998] :

Les problémes d’ordonnancement pur : Dans ce type de probléme, on sait quelle res-
source est utilisée par quelle activité et en quelle quantité. Les capacités des ressources
sont aussi connues, bien qu’elles puissent varier avec le temps. Le probleme est de pla-
cer les activités dans le temps sans excéder les capacités des ressources disponibles.
L’exemple classique du probléme d’ordonnancement pur est le « Job shop scheduling

problem »

Les problemes d’allocation de ressources pures :Dans ce cas, 'instant d’exécution de chaque
tache est connu; il s’agit seulement d’allouer les bonnes ressources, de fagon a assurer
qu’a tout instant, leur disponibilité dépasse la demande. A titre d’exemple, on peut
citer I'allocation de personnel et la gestion des lits au niveau du bloc opératoire d'un

hopital.

Les problemes conjoints d’ordonnancement et d’allocation de ressources : Il existe un degré
de liberté aussi bien en ce qui concerne les activités a effectuer que les ressources a

utiliser.

Localité des données

Dans le systeme de fichiers distribué comme le HDFS d"Hadoop, plusieurs copies
de chaque bloc de données sont stockées sur des machines différentes (généralement
trois dans Hadoop). En raison de la réplication des données, les chances de trouver
un nceud ayant une copie locale des données deviennent élevées, de sorte que 1'or-
donnanceur tente d’affecter une tache map aussi proche que possible des données.
Hadoop considere plusieurs niveaux de localités de données lors de 1'ordonnance-
ment des taches. Il suppose que les nceuds sont répartis sur plusieurs racks a travers
le cluster. Il calcule la bande passante entre deux nceuds en fonction de leur distance
dans la topologie, ce qui implique que deux nceuds sur le méme rack ont une bande
passante supérieure a ceux qui sont hors-rack. L'ordonnanceur utilise ces informations

lors de I'ordonnancement des taches pour améliorer la localisation des données.
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Tout d’abord, il tente d’atteindre la localité du nceud en exécutant une tache map sur
un nceud contenant une copie des données correspondantes. Un tel noeud est appelé
le nceud local. Si ce n’est pas possible, il tente de localiser le rack en recherchant une
autre machine dans le méme rack. Ce nceud est dit rack local. Au pire, il choisit la non-
localisation en affectant la tiche map sur une machine inactive dans la méme zone de

commutation réseau, appelée noeud non local.

Préchargement

La pré-chargement (prefetching) est une technique utilisée pour résoudre les deux
problemes suivants :

Le premier probleme est que, lorsqu'un travail s’exécute en premier, aucun bloc
d’entrée n’est mis en cache en mémoire pour le travail. Le deuxieme probleme est que
certains blocs libérés lors du tour précédent a cause d’une insuffisance de mémoire
seront utilisés lors du tour suivant. Nous utilisons la technologie de pré-chargement
pour réduire le cotit de chargement des données libérés. En regle générale, dans un
travail MapReduce, le bloc de données ne sera traité qu'une seule fois dans un cycle.
Ainsi, les blocs traités peuvent étre remplacés si la mémoire est insuffisante pour

mettre en cache de nouveaux blocs.

Comme nous avons décrit dans le chapitre III, les données d’entrée d"une tache doivent
étre extraites en mémoire avant I'ordonnancement de la tache sur le noeud. Cela po-
sera un probleme que les données pré-chargées et la tache correspondante ne soient
pas situées dans le méme nceud. Ceci peut entrainer une opération de pré-chargement
qui ne peut pas accélérer I'exécution du programme, mais uniquement augmenter la

charge du systeme.

La plupart des travaux récents utilisent des méthodes de pré-chargement reposant
sur la prédiction [Chen et al., 2012]. Avant l’opération de pré-chargement, le nceud
doit prédire quelle tiche map sera assignée au noeud et décider quel bloc corres-
pond aux données d’entrée de cette tiche map. Selon cette prédiction, ce nceud pré-
charge les données auxquelles la prochaine tiche map accédera. Ces stratégies de pré-
chargement sont basées sur la précision de la prédiction. Une prédiction précise et ef-
ficace permet de pré-chargé les bonnes données qui seront utilisées dans le travail. Un

mauvais résultat de la prédiction entrainera l'inutilisation des données pré-chargées
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par les travaux a venir. Cela entraine non seulement un échec de pré-chargement, mais

gaspille également la bande passante et les ressources du disque dur.

ARCHITECTURE DU SYSTEME

Dans cette section, nous présentons 1" architecture du systéeme de notre approche
qui améliore la localisation des données dans les clusters MapReduce. Le but est de
concevoir un ordonnanceur efficace de taches map en utilisant le pré-chargement des
données et la prédiction du temps d’exécution [Merabet et al., 2018]. Lorsqu'un nou-

veau travail est soumis au Job Tracker :

1. L’analyseur de taches collecte des informations sur la taille des données d’entrée

et le nombre de taches simultanées sur chaque noceud.

2. Chaque Task Tracker a deux agents : un prédicteur de temps d’exécution et un
agent de préchargement qui soumet périodiquement les temps d’exécution esti-
més des taches en cours d’exécution sur le nceud et les données d’entrée locales.
Sur la base de ces informations, 1'ordonnanceur de taches prend des décisions

d’ordonnancement.

3. Le jobTracker déclenche le gestionnaire de pré-chargement qui force les agents
de pré-chargement a charger les données d’entrée dans les noeuds sur lesquels

la tiche map future sera traitée.

4. Lorsque le jobTracker recoit une pulsation dun nceud taskTracker. Il attribue la

premiere tache dans la file d’attente a ce noeud.
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FIGURE 4.1 — L'architecture de systeme

La figure 4.1 montre l’architecture du systéeme qui comprend deux modules prin-
cipaux : L'ordonnanceur de taches et le gestionnaire de pré-chargement qui sont dé-

taillés ci-dessous.

4.3.1 L'ordonnanceur des taches

Son role principal consiste a affecter les tadches map aux noceuds TaskTracker les
plus proches des données d’entrée. Pour cela, il utilise les informations envoyées par
les agents prédictifs et de pré-chargement pour créer un schéma d’ordonnancement

pour les taches map.

Le noeud Job Tracker comprend un analyseur de tiches qui exécute une tache map
et extrait les parametres pour chaque travail soumis. Ensuite, les agents prédictifs

de chaque nceud utilisent ces parametres pour prédire le temps d’exécution d'une
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tache map. L'ordonnanceur de taches prédit la séquence des emplacements qui seront

bientot libres sur tous les noeuds du cluster.

Le gestionnaire de pré-chargement

Le module de pré-chargement controle les agents de pré-chargement dans chaque
nceud TaskTracker et déclenche des actions de préc-hargement des données en entrée.
Le gestionnaire de pré-chargement collecte des informations sur toutes les données
d’entrée locales fournies par chaque agent et construit une liste de données d’entrée
des blocs de données présentes dans tous les noeuds TaskTracker.

D’abord, cette liste aide I'ordonnanceur a prendre des décisions d’ordonnancement
afin d’augmenter le nombre de données traitées localement.

Ensuite, le gestionnaire déclenche les agents de pré-chargement pour pré-charger

les données requises par les taches avant I’'ordonnancement.

L'analyseur de taches

L’analyseur de taches exécute une étape d’apprentissage dans laquelle il lance 1'exé-
cution d'un ensemble de taches map a partir du travail en cours avec différents para-
metres tels que la taille des données d’entrée et le nombre de tadches map simultanées.
Ensuite, il collecte les valeurs de temps d’exécution des taches map. Les résultats de

cette étape seront utiles pour prédire le temps d’exécution des nouvelles taches map.

Temps d’exécution de la tiche map

Dans la littérature, il existe deux modeles de prédiction :

Modele statistique (performance) :

Utilise les traces historiques collectées sur un cluster donné pour prédire le temps
d’exécution a I'aide de modéles statistiques ([Herodotos et al., 2011]; [Herodotos]. [Lin

et al., 2012]; [Ge et al., 2013]).
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Modele de cofit :

Divise le traitement en plusieurs étapes. Le cotit de chaque étape est calculé par

une formule mathématique ([Liu et al., 2015]; [Sun et al., 2016]).

Notre objectif principal est de prédire le temps d’exécution d’une tache map a

partir des résultats d’exécution des taches map précédentes.

Deux caractéristiques principales rendent notre approche réalisable :

— La similarité entre les tiches map d'un méme travail : Dans le modele MapRe-
duce, un élément de données en entrée est traité par la méme fonction map
dans tous les nceuds TaskTracker.

— La similarité entre des blocs de données d’entrée provenant du méme jeu de
données : le JobTracker divise les données d’entrée du travail en cours en blocs

de données, de sorte que les blocs de données ont le méme format.

La plupart des approches utilisent uniquement la taille des données d’entrée pour
estimer le temps d’exécution, ce qui affecte la précision des prédictions. L'approche
proposée par [Ge et al., 2013] suppose qu'une tache map est composée des 10 facteurs

(voir la figure 4.2).

Tm2: Read ,
;:1; Tm9: Senal
Tm3: Net Tmb: Sort
Tml:
Init Tmd: Parse Tanl0
ml0:
Tm&: Read Write
Tm5: Map

FIGURE 4.2 — La phase Map [Lin et al., 2012]
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La durée d’exécution totale d'une tache map peut étre représentée par la fonction

suivante :

Tmap = F<Tm1/ Tz, s TmlO) (4-1)

Ot Tyuap représente le temps d’exécution totale d'une tache map.

Ces facteurs d’exécution sont affectées par deux propriétés : la taille de I'entrée de
données (Datalnput) et le nombre de tiches map simultanées sur chaque noeud (Nb-
Tasks).

Properties | Facteurs
Datalnput | T2, Tins, Tz, Tims, Tinto
NbTasks T2, Tz, Tiwar Tms, Tmes Tz, Tmss Tmo

TABLE 4.1 — Relation entre les étapes et les propriétés

Dans notre approche, le prédicteur construit un modele de performance pour les
taches déja exécutées, puis applique ce modele pour prédire le temps d’exécution
des nouvelles taches. Le prédicteur observe les valeurs des deux propriétés et le temps
d’exécution correspondant pour toutes les taches précédentes et entraine un modele
de réseau de neurones pour déterminer la corrélation entre elles. Le tableau 4.2 repré-
sente le coefficient de corrélation entre Tmap et les propriétés pour plusieurs types de
travaux.

Job Name | WordCount | Dedup | Project | Grep
R? \ 0.9988 \ 0.9812 \ 0.9973 \ 0.9869

TABLE 4.2 — La corrélation entre Tmap et les propriétés des différents travaux

Pour choisir le modele le plus précis possible pour notre prédicateur de taches,

nous avons testé les quatre modéles suivants :

1. Modele de régression linéaire simple Ce modele utilise une seule caractéris-
tique (taille des données d’entrée). Ainsi, il représente une relation linéaire entre
les valeurs de cette variable d’entrée et le temps d’exécution des taches map pour

chaque travail :

Tinap = ao + a1 * Datalnput (4.2)
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Ot la variable Datalnput représente les valeurs de la taille des données en entrée

et ap, a; représentent les coefficients de la relation linéaire.

. Modele de régression linéaire multiple Similaire au modéle précédent mais
ajoute une deuxieme caractéristique (nombre de taches map exécutées simulta-

nément par un nceud ), le modele est représenté comme suit :

Timap = ao + a1 * Datalnput + ap * NbTasks (4.3)
Ou la variable NbTasks représente le nombre de taiches map exécuté en parallele
dans un neceud et ag, a1, a représentent les coefficients de la relation linéaire.

. Modele de régression par vecteur de support La régression par vecteur de sup-
port (SVR) utilise les mémes principes que le SVM, a la différence que la sortie

est un nombre réel, le modele est représenté comme suit :

N

Tnap = Y (a1 — a7, * (Datalnput, Datalnput)
n=1
N !
+ Y (aq — a5,,) % (NbTasks, NbTasks) + b (4.4)
n=1

Ou «q,, a5, a0, a4 représentent les multiplicateurs non négatifs pour chaque
1nsB1y 2n

observation x, de chaque caractéristique.

. Modele de réseau de neurones Nous utilisons une classe de modeles de réseaux
de neurones appelés Multi-Layer Perceptron (MLP), qui est définis comme suit :
la couche d’entrée consiste en un ensemble de neurones (Datalnput, NbTasks)
représentant les caractéristiques en entrée. Chaque neurone de la couche cachée

transforme les valeurs de la couche précédente par une somme linéaire pondérée.

wy * Datalnput 4+ wy ¥+ NbTasks (4-5)

Ou wy, wy représentent les poids des caractéristiques, suivie d"une fonction d’ac-
tivation non linéaire comme la fonction de tan hyperbolique. La couche de sortie
regoit les valeurs de la derniere couche cachée et les transforme en valeurs de

sortie.
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Ordonnanceur des taiches

L’ordonnanceur de taches crée une liste des emplacements qui deviendront inoc-
cupés, grace aux prédictions de temps d’exécution effectuées par le prédicteur dans
chaque nceud TaskTracker. Ainsi, il assigne une tache dans la file d’attente des travaux
au premier emplacement de la liste de séquences prédite de 'emplacement. La figure
4.3 montre un exemple de cluster a 3 nceuds avec deux (2) emplacements par nceud

pour les taches map et une file d’attente de huit (8) taches map :

Slot1inoeudl) "‘\
*

Slot2(noeud3)

Slot2(noeud?2)

(T)
(T,
(T
Slot1 (noeud?) ’g
(T,
(Ty)

Slot] (noeud3)

Slot2(noeud 1)

FIGURE 4.3 — exemple d’ordonnancement.

L’ordonnanceur déclenche ensuite le gestionnaire de pré-chargement pour charger
les données d’entrée des futures tiches map dans les noeuds correspondants. Ainsi,
lors du traitement des données d’entrée par une tache map, les données requises sont
déja stockées dans le nceud qui réduit le temps d’attente pour le transfert de données

et limite le trafic réseau.

L’ordonnanceur calcule I'emplacement d"un noeud défini comme le temps maximum
nécessaire pour consolider les données d’entrée d'une tache a partir d’emplacements

de stockage. La localité du noeud est définie comme suit :

LOCy; = maxH(dhl. * T, (4.6)

yeoey

ou dj est la donnée stockée dans le noeud h; et 7y, est le temps de transfert h = 1, H

entre le noeud du ¢; et le noeud h;.
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L’algorithme d’ordonnancement est décrit dans Algorithme 1

Algorithme 1 : Algorithme d’ordonnancement

input : tab N : la séquence des slots prédits.
tab J : la liste d’attente des travaux.
begin
while /(tous les slots ont : nombre de taches en attente< capacité (slot)) ou
(aucun travail dans |) do
n : le premier slot de N;

for j dans | do
tab : nl les taches de j dont les données sont stockées dans le méme noeud

du slot n;
tab : rl les taches de j dont les données sont stockées dans le méme rack
que le nceud du slot n ;
for t dans T; do
if t est une tiche nceud-locale then ajouter t a nl;;

else if t est une tiche rack-locale then
| ajouter tarl;

m = (capacité de slot— nombre de taches en attente)
if nl <> 0 then
trier nl par LOCt;;
affecter les m premiers taches de nl au slot n;
déclencher le préchargement des données d’entrée;
| break;
Ise if I <> 0 then
trier rl par LOCt;;
affecter c premiers taches derl an ;
déclencher le préchargement des données d’entrée;
| break;
else
affecter une tache aléatoire a n;
| déclencher le préchargement des données d’entrée;

()

Rtn =Rtn + Pred(taches affectées a n); Rtn : temps restent pour libéré le
slot n;

Pred : prédiction de temps d’execution ;

| trier tab N;

Pour le premier emplacement n de la séquence d’emplacements prévus, 1'algo-
rithme construit deux listes :
— La liste nl des taches dans la liste des travaux dont les données d’entrée sont
stockées dans le méme nceud de I'emplacement n.
— La liste rl des taches dans la liste des travaux dont les données d’entrée sont

stockées dans le méme rack du nceud de I'emplacement n.
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Chaque emplacement d"un nceud donné a la capacité de gérer un certain nombre de
taches map. Ensuite, en fonction de la capacité actuelle de I'emplacement n, nous af-
fectons un groupe de taches dans l'ordre suivant : Premierement, les taches avec la
localité la plus élevée dans la liste nl. Si cette liste est vide, nous passons aux taches
avec la localité la plus élevée dans la liste rl. Sinon, des taches aléatoires sont choisies.
Le pré-chargement des données d’entrée sur les nceuds correspondants est déclenché

et le temps de traitement restant de I'emplacement n est mis a jour.

Le pré-chargement des données d’entrée sur les nceuds correspondants est déclenché
et le temps de traitement restant de I'emplacement n’est pas mis a jour. Ces opérations
sont répétées avec le prochain emplacement. L'algorithme se termine si tous les em-

placements sont occupés ou s’il n'y a pas de travail dans la liste des travaux.

L’algorithme proposé ne modifie pas la priorité des travaux et tolere les défaillances
en raison de la disponibilité des données d’entrée pour les taches. Notre algorithme
d’ordonnancement, comparé a [Wang et al., 2013] et [Sun et al., 2016], prédit avec pré-
cision la séquence de libération d’emplacements, qui précharge les données d’entrée

sur le méme nceud ou les taches futures seront exécutées (voir figure 4.5).

Pré-chargement de données :

La technique de pré-chargement implique le chevauchement de la phase d’exécu-
tion de la tache avec la phase de transfert de données, ce qui améliore les performances

d’un cluster MapReduce.

Dans notre approche, le gestionnaire de pré-chargement déclenche le pré-chargement
des données d’entrée avant le traitement des taches sur les nceuds du TaskTracker. 11
crée une liste de données pour chaque nceud TaskTracker. Cette liste est périodique-
ment mise a jour par les messages envoyés par les agents de pré-chargement.

La Figure. 4.4 montre la gestion des buffers pour chaque emplacement dans chaque
neceud. Chaque emplacement a deux tampons, un buffer pour le bloc de données pour
la tache en cours d’exécution (D2, D5) et un autre buffer pour le bloc suivant de la
méme tache ou pour le premier bloc de la tache suivante (D3, D6). L'avantage de notre
méthode de pré-chargement est qu’elle masque la latence de la mémoire en diminuant
le temps d’acces aux données par les emplacements tout en économisant 1'utilisation

de la mémoire puisque chaque emplacement n’utilise que deux buffers.
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Neoeud TaskTracker

Precharger les données
de la prochaine tache T,

SHOIO0}

Fil d'attente pour slot 2

FIGURE 4.4 — La gestion du buffer

4.4 ETUDES EXPERIMENTALES ET VALIDATION

4.4.1 Environnement expérimental

Nous avons évalué notre ordonnanceur de taches par rapport a I’ordonnanceur par
défaut d’Hadoop (FCFS) et cela en fonction de la précision du prédicteur de taches et
les performances de I'ordonnanceur. Nous avons également étudié 1'impact de notre
approche sur la localisation des données (data locality). Nous décrivons d’abord notre
configuration expérimentale avant de présenter nos résultats. Nous avons utilisé un
cluster de cinq (5) nceuds avec un (1) JobTracker comme maitre et quatre (4) Task-
Trackers comme esclaves. Hedoop 2.7.3 est installé et nous avons configuré chaque

TaskTracker avec deux (2) emplacements map et deux (2) emplacements reduce.

Nous effectuons notre expérimentation en utilisant le benchmark wordcount avec trois
jobs de différents nombres de taches map, a savoir 10, 15 et 20. Nous avons également
configuré Hadoop pour lancer des taches reduce uniquement lorsque toutes les taches
map sont terminées. L'exécution spéculative est désactivée. Les autres parametres ont

été définis sur leurs configurations par défaut.

4.4.2 Précision de prédiction du prédicteur de tache

Nous avons évalué la précision de prédiction du prédicteur de tache. La figure. 4.5
montre la précision de la prédiction concernant I’exécution des tdches map avec quatre

modeéles d’apprentissage automatique. Nous pouvons constater a partir de cette expé-
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rience que lorsque nous utilisons une régression linéaire multiple [Merabet et al., 2018],

la précision de la prédiction est plus élevée. Cependant lorsque nous utilisons une ré-

gression linéaire simple, le taux de précision diminue. En effet, deux caractéristiques

sont utilisées dans le premier modele plutdt que d’utiliser qu'une seule caractéristique

dans le second. Cependant, le taux de précision de prédiction optimale est obtenu en

utilisant le réseau de neurones (ANN) et la régression par vecteur de support (SVR)

car ils peuvent apprendre des modeles non linéaires.

Frécision du prédicteur des tdches map

30

25

20

(%)

15

Ty
d'erreur
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3 7 11 15 19 23 27 31 35 39

Taches man

FIGURE 4.5 — Prédiction de tdches map [Merabet et al., 2018]
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--+= 5VR
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Dans la figure. 4.6 et la figure. 4.7, nous avons comparé les performances de notre
ordonnanceur avec l’ordonnanceur par défaut d’ Hadoop (basé sur la politique FIFO)

en termes de taux de localisation des données et de temps d’exécution.

4.4.3 Localité de données

Comme le montre la figure 4.6, I'ordonnanceur prédictif proposé atteint un taux
de localisation des données supérieur a celui de 1'ordonnanceur Hadoop pour tous
les travaux, avec une moyenne de 78%. Cela est di au fait que chaque tache map est
affectée au noeud o1 le jeu de données requis est déja préchargé grace a la prédiction
du temps d’exécution. Cependant, la localisation des données ne peut dépasser un
seuil de 82% en raison de la congestion du réseau induite par une transmission de

données élevée.

mordonnanceur hadoop = ordonnanceur prédictif
100

80

60

40

20 -

Taux de Localité

0 -

10 15

Nombre de taches map

FIGURE 4.6 — Localité des données [Merabet et al., 2018]

4.4.4 Temps d’exécution des tiches map

La figure. 4.7 montre que I'ordonnanceur prédictif proposé a sensiblement amélioré
le temps d’exécution a mesure que la taille du travail augmente. Cela est dt a 'aug-
mentation de la précision de la prédiction, car nous avons plus de taches map pour
I'étape d’entrainement. Cependant, notre approche est limitée par la capacité de trai-

tement du cluster et le taux d’erreur de prédiction de 5% qui induit des décisions de

83



4-4-5

Chapitre 4. Un ordonnanceur prédictive de tdches map basé sur 1’optimisation de la
localité de données.

préchargement inefficaces. Les résultats de la figure. 4.7 montrent que 1'ordonnanceur
proposé continuera a bien fonctionner a une plus grande échelle. Bien entendu, le seul
moyen d’évaluer de maniere concluante les performances a grande échelle consistera
a le déployer sur un cluster de grande taille avec un nombre considérable de nceuds

et de travaux comportant un nombre important de taches.

o m ordonnanceur hadoop ®ordonnanceur prédictif
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FIGURE 4.7 — Temps d’exécution total des tiches map [Merabet et al., 2018]

Notre modele de prédiction a amélioré le taux d’erreur de prédiction de 10% a

3,6% (voir figure. 4.5). C’est grace a l'utilisation de modeéle de réseau de neurones avec

eux caractéristiques. Ainsi, plus nous utilisons de caractéristiques, plus nous faisons
d térist A | til d térist 1 f

un modele de prédiction mieux adapté au modele réel avec moins d’erreurs.

Discussion

En termes de performance, I'ordonnanceur proposé fonctionne mieux que celui
d'Hadoop et de [Wang et al., 2013]. Le gain de performance provient de I'augmenta-
tion du taux de localisation des données en affectant les taches map aux nceuds ot les
données d’entrée sont stockées et en utilisant un mécanisme de pré-chargement pour

masquer le délai d’acces distant aux données d’entrée.

La principale différence entre notre approche et Hadoop réside dans la politique d’or-
donnancement employée. Plus précisément, dans Hadoop, une tdche map est allouée
a un TaskTracker lorsque ce dernier indique qu’il dispose d’un emplacement inoccupé
par un signal (heartbeat). Cependant, cela augmente le temps d’exécution des taches

et peut entrainer une congestion du réseau en effectuant un accés réseau a distance.



Chapitre 4. Un ordonnanceur prédictive de tdches map basé sur 1’optimisation de la
localité de données.

En revanche, notre approche d’ordonnancement prédit les nceuds TaskTracker les plus
appropriés pour les taches avant le déclenchement des pulsations.
L'inconvénient de notre approche c’est qu’elle peut provoquer un déséquilibrage de

charge dans le cluster car elle optimise uniquement la localité des données.

CONCLUSION

Ce chapitre présente notre ordonnanceur prédictif de tdches map avec pré-
chargement des données qui vise a réduire le temps d’exécution des travaux en aug-
mentant le taux de localisation des données. Les résultats d’expérimentation montrent
que notre approche surpasse 'ordonnanceur d’'Hadoop et permet d’améliorer la loca-
lisation des données d’au moins 73,33%, ce qui améliore considérablement le temps

d’exécution total des taches map de 57% en moyenne.



CoNcLUSION GENERALE ET PERSPECTIVES

CoNcLUSION GENERALE

Aujourd’hui, les applications Bigdata jouent un rdle trés important au sein des en-
treprises génératrices d'un grand volume de données et permettent un réel avantage
concurrentiel. Nous assistons au plein développement des frameworks dédiées au Big-
data. Ces frameworks ont pour but d’utiliser des clusters d’une capacité gigantesque
de ressources (calcul, stockage, services, etc) qu’on n’aurait jamais pu avoir avec une
seule machine et permet de traiter des volumes de données a grande échelle en un

temps modéré.

Hadoop est I'un des frameworks les plus utilisés par ces entreprises. Ce succes est
dt a son extréme facilité de programmation, de sa rapidité, de son évolutivité et de sa
tolérance aux pannes. Cependant, 'adoption de ce framework a engendré I'émergence
de nouveaux problemes, son amélioration s’avére donc primordiale.

Dans le cadre de cette these, nous avons abordé I'un des problémes les plus critiques
du fait de domaine du Bigdata, a savoir, l'ordonnancement. En particulier comme
les applications Bigdata sont caractérisées d’étre a forte intensité de données. En ef-
fet, 'ordonnancement des travaux dans un cluster Hadoop est souvent soumis a des
contraintes et des exigences liées a l'infrastructure matérielle. Le type de travail, les
utilisateurs, la localité des données sont des facteurs importants qui permettent d’op-
timiser d"une fagon significative 'ordonnancement et par conséquent booster les per-

formances des clusters.

Tout d’abord, dans le chapitre 2, nous avons étudié le domaine de Big Data, ses prin-
cipales caractéristiques, son évolution et les composants qui constituent 1’architecture
Big Data. Dans le chapitre 3, nous avons décrit 1’architecture de base d’Hadoop, son

fonctionnement, ses caractéristiques, ainsi que ses problemes et défis.

Dans le chapitre 4, nous avons défini les attributs de qualité les plus commun pour les

algorithmes d’ordonnancement. Ensuite nous avons élaboré un état de 1’art détaillé sur
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les différentes approches d’ordonnancement qui utilisent la localisation des données.
Ensuite nous avons proposé un tableau comparatif des approches selon des critéres
d’évaluation que nous avons défini et cela afin de montrer clairement notre contribu-

tion.

Dans le chapitre 5, nous avons con¢u un ordonnanceur prédictif de taches map en
exploitant la localité des données sur un cluster hadoop formé de plusieurs noeuds
homogenes. Pour cela nous avons proposé trois composants dans ’architecture d"Ha-

doop :

1. L'ordonnanceur des taches qui affecte les tdches map aux noeuds TaskTracker les
plus proches des données d’entrée. Il utilise un algorithme qui calcule la localité
de chaque nceud en fonction du temps maximum nécessaire pour consolider les

données d’entrée d'une tache a partir d’emplacements de stockage.

2. Le gestionnaire de pré-chargement qui déclenche le pré-chargement des données
d’entrée avant le traitement des taches sur les nceuds du TaskTracker. Ce pré-

chargement se base sur les prédictions du prédicateur de taches.

3. Le prédicteur de taches qui se base sur un modeéle de réseaux de neurones pour
prédire le temps d’exécution des nouvelles taches. Le modeéle utilise les valeurs
des deux propriétés et le temps d’exécution correspondant pour toutes les taches

précédentes.

Le but final est d’améliorer les performances d'un cluster Hadoop en réduisant
le temps d’exécution totale des travaux et le trafic réseau. Les expérimentations que
nous avons menées montrent que notre ordonnanceur surpasse celui d’'Hadoop. Nous
avons amélioré la localisation des données d’au moins 73,33%, ce qui a amélioré consi-

dérablement le temps d’exécution totale des taches map de 57% en moyenne.

PERSPECTIVES FUTURE

Le travail que nous avons mené dans le cadre de cette thése nous permet de déga-
ger quelques perspectives futures :
— pour améliorer notre modele de prédiction nous pouvons considérer d’autres
caractéristiques sont utilisés des modeles plus complexes.
— Supporter de nouvelles exigences (équité entre les utilisateurs, equilibrage des

charges, etc)
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— Considéré des clusters avec des nceuds hétérogeénes et une capacité de bande
passante limitée.
— Développement d"un algorithme plus complet permettant de prendre en charge

I’'ordonnancement a la fois des taches map et des taches reduce.

Enfin, nous prévoyons également d’évaluer les performances de notre approche a
grande échelle en la déployant sur un grand cluster afin de mettre en valeur notre

contribution.
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Un ordonnancement efficace des tiches pour les applications Big data

Résumé

Hadoop apparait comme un framework important pour le traitement de programmes paral-
leles contenant des données a grande échelle. L’amélioration de la localisation des données est
un moyen efficace d’accélérer ces programmes paralleles. Dans cette these, nous fournissons
une stratégie d’ordonnancement prédictif qui pré-charge les données d’entrée des taches map
aux neeuds avant le début du traitement. Nous utilisons un modele de réseau de neurones
pour la prédiction et un algorithme basé sur la localité de données pour I’ordonnancement
des taches. Les résultats des évaluations montrent que notre ordonnanceur prédictif de taches
map peut considérablement améliorer la localisation des données et la durée d’exécution des

taches map.

Mots Clés : localisation des données, Big Data, ordonnancement des taches Map,

MapReduce, préchargement.

Efficient task scheduling for Big Data applications

Abstract

Hadoop emerges as an important framework to process parallel programs with large scale of
data. Improving data locality is an efficient way to speed up these parallel programs. In this
thesis, we provide a predictive scheduling strategy which prefetch input data of map tasks to
nodes before the real computation start. We use a Neural network model for prediction and
data locality based algorithm for tasks scheduling. Evaluations results show that our Predictive
Map Task Scheduler reduces can greatly improve both data locality and execution time of map

tasks.

Keywords : Data Locality, Big Data, Map Task Scheduling, MapReduce, Prefetching.
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